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Resumen

El anteproyecto de monografia planteado aqui, busca encontrar como la implementacion de una
herramienta de Deep Learning puede ser empleada para mitigar de forma efectiva, la desercion
en Instituciones de educacion superior, al reducir el tiempo de deteccién y recomendacién de
apoyos necesarios para que los alumnos puedan continuar su proceso educativo.
El gobierno colombiano es consciente de la problematica que envuelve la desercion en educacion
superior, y por esto, ha generado iniciativas que buscan bajar las cifras del problema, pero en la
actualidad los esfuerzos no han tenido el resultado esperado.
La investigacion se centrara en determinar la viabilidad de implementacion de la herramienta en
las plataformas en la nube con reconocimiento como las de mayor capacidad y completitud de su
servicio, y en determinar si las Instituciones de Educacion Superior tienen la capacidad de
generar la informacion que permita alimentarla y la posibilidad de mantener el costo de una
herramienta implementada en una plataforma en la nube.

Palabras clave: Anteproyecto, Deep Learning, Desercidn, Instituciones de Educacién

Superior



Uso de Deep Learning en sistemas de recomendacion

Tabla de contenido

Resumen

3.1
3.2

5.1

5.2

8.1

8.2

8.3

Introduccion
Antecedentes de la investigacion
Planteamiento del problema de investigacion
Descripcion
Arbol de problemas

3.2.1 Efectos
3.2.2 Causas
Formulacion de la pregunta de investigacion

Objetivos de investigacion
Objetivo general
Obijetivos especificos
Justificacion de la investigacion
Viabilidad de la investigacién
Marco tedrico de la propuesta
Inteligencia artificial

8.1.1 Machine Learning
Deep Learning

8.2.1 Estructura
8.2.2 Usos
8.2.3 Metodologia general para construir modelos de Deep Learning
8.2.4 Deep Learning en el contexto educativo
Desercion en la Educacion Superior

8.3.1 Concepto de desercion

8.3.2 Causas de desercion en la educacion superior
8.3.3 Modelos para el anélisis de la desercion

8.3.4 El sector de la educacion superior en Colombia

10
13

14
14
14
14
16
17
17

18
20

20
21
22
22
22

23
23
26
27



Uso de Deep Learning en sistemas de recomendacion

9 Hipotesis de trabajo
9.1  Hipotesis 1

9.1.1 Variables hipotesis 1
9.2  Hipotesis 2

9.2.1 Variables hipotesis 2
10 Disefio metodoldgico

10.1 Tipo de investigacion

10.2  Instrumentos a utilizar

10.3  Poblacion y muestra
11 Contribuciones originales esperadas
12 Cronograma

13 Referencias

29
29

29
29

29
30

30
30
31
32
32

34



Uso de Deep Learning en sistemas de recomendacion

Tabla de Figuras

Figura 1 Arbol del problema
Figura 2 Tasa de desercion por nivel de formacion

Figura 3 Divisiones de ML
Figura 4 Factores de desercion segun el MEN

Figura 5 Cuadrante magico de Gartner, IA en la nube

13
15

19
26
31



Uso de Deep Learning en sistemas de recomendacion 6

Tabla de tablas

Tabla 1 Anélisis de viabilidad 16
Tabla 2 Tamafio de muestras representativas 32

Tabla 3 Cronograma de la investigacion 33



Uso de Deep Learning en sistemas de recomendacion 7

1. Introduccion

La presente investigacion tiene como objetivo proponer una forma de mitigar un
problema de alto impacto para Colombia, como lo es la desercion en las Instituciones de
Educacion Superior IES, por medio de la uso de una herramienta que implemente Deep
Learning, con el objetivo de identificar posibles estudiantes con tendencia a desertar y

recomendar planes de accion de forma oportuna.

2. Antecedentes de la investigacion

Segun el informe de desarrollo del Banco Mundial (BM, 2018, p. 3), la educacion
permite a los paises mejorar en innovacion, fortalecimiento de instituciones y cohesion social,
mientras que para los individuos promueve el empleo, aumenta la remuneracion, mejora el
acceso a salud y reduce de la pobreza, todas estas ventajas se ven afectadas por la desercion, ya
que al no culminar sus estudios, los alumnos y sus familias ven que la inversion hecha no es
compensada por un mayor ingreso, por lo cual el gobierno colombiano ha manifestado interés en
la reduccion de este fendmeno mediante programas como el publicado por el Ministerio de
Educacion Nacional (MEN, 2015) tendientes a recolectar informacion y aplicar medidas que
mitiguen las variables que generan la desercion en estudiantes de educacion terciaria.

Los porcentajes de desercion de estudiantes en Instituciones de Educacion Superior, IES,
eran 26.1% para técnica profesional, 16.7% para tecnoldgica y 9% en universitaria, segun el
Sistema para la Prevencion y Analisis de la Desercién en las Instituciones de Educacion Superior
(SPADIES, 2017) antes de la pandemia, pero aln no se tiene claro cdmo estas cifras se pueden
empeorar con las dificultades sociales y econémicas generadas en 2020.

Los estudios que se han hecho sobre desercidn, ha permitido entender las variables que la
generan como en los estudios de Fontalvo (2015), Chinome et al. (2016), Barragan y Urrego
(2019), Barrera et al. (2015), Yepes D et al. (2007), Sanchez et al. (2009) y Londofio (2013),
pero otros estudios tambien permitieron entender que hay condiciones clave, aplicables por las
IES, que pueden incrementar la retencion, como lo explica el soci6logo y experto en el tema
Tinto (MEN, 2010, p. 18).
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Las IES siempre tienen la posibilidad de hacer cotejos y seguimientos manuales, pero por
lo general, las instituciones no cuentan con una planta de personal tan extensa que les permita
hacer este proceso de forma efectiva, es por esto que se plantea la necesidad de usar un motor de
procesamiento analitico de datos que genere resultados dentro de un marco de oportunidad
pertinente, para que las ayudas alcancen a tener un efecto en un marco de tiempo corto, inferior a
un semestre.

Tomando en cuenta la restriccion de tiempo de obtencion de resultados, se plantea la
necesidad de utilizar una de las mejores tecnologias para andlisis y correlacion de datos que
existe actualmente, es por esto que en este estudio se explora el uso de motores de Deep
Learning, DL en adelante, como una tecnologia de propdsito general para encontrar soluciones
dptimas, que hoy en dia esta campos de investigacion de alta diversidad ( Klinger, Mateos-

Garcia y Stathoulopoulos, 2018), y que en este caso puede tener un impacto muy positivo.

3. Planteamiento del problema de investigacion

3.1 Descripcion

La desercion implica el abandono voluntario o no, por parte de los alumnos, de los
programas educativos antes de su culminacion exitosa, tomando en cuenta que es un problema de
multiples raices y con consecuencias de alto impacto para los estudiantes, sus familias y en
general la sociedad, el gobierno colombiano se ha propuesto metas para disminuirla (MEN,
2015).

Aunque el gobierno ha establecido el programa SPADIES, para las IES sigue habiendo
una carencia de analisis de informacion, para lograr detectar a tiempo a los alumnos que cumplen
patrones de riesgo, y ofrecerles un apoyo pertinente, que resulte en una disuasién efectiva para
evitar el abandono del programa de educacion superior, por lo cual, se requiere encontrar una
alternativa que correlacione grandes cantidades de informacion sin intervencion humanay a un
costo viable para las IES.

También es importante determinar si las IES tienen claro el problema de desercion, y si
es existe la capacidad de invertir en una herramienta para solucionarlo, ya que sin esta capacidad,

los costos asociados impedirian que una solucion automatica sea realizable.
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Al revisar la tecnologia existente, se encuentra que es posible aplicar un reconocimiento
de patrones a gran escala, con Machine Learning pero esta solucion solo permitiria detectar
casos que cumplan con los antecedentes previamente establecidos, mientras que una solucion de
DL puede encontrar patrones no detectados por los expertos, y llegar a soluciones que tarden

menor tiempo para ser efectivas.

3.2 Arbol de problemas

3.2.1 Efectos

Efecto 1: Baja competitividad

Descripcion: Para Colombia hay un impacto negativo debido a que la educacion es un
factor determinante de la competitividad de los paises (Heredia Gonzalez et al., 2017), ya que
implica frenar la oportunidad de tener mayor inversion extranjera, y disminucion de la capacidad

de producir bienes de alto valor agregado.

Efecto 2: Baja creacion de empresas
Descripcion: Al existir baja capacidad de innovacion hay menor confianza para crear

empresas competitivas que aporten al mercado laboral.

Efecto 3: Pérdidas econdmicas

Descripcion: Las pérdidas econdmicas para las universidades se dan por los costos fijos
que tienen que asumir para mantener la planta fisica y de personal, adicionados a los costos de
promocion requeridos para obtener nuevos estudiantes. También para las familias de los
estudiantes y los mismos estudiantes, se dan pérdidas econémicas debido a que no se recupera la

inversion en matriculas, materiales y sostenimiento durante el periodo de estudio.

Efecto 4: Problemas financieros para las universidades
Descripcion: Los costos de las universidades para atraer estudiantes, mas los costos de

mantener una planta fisica y el personal sélo se ven compensados con las matriculas que pagan
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los estudiantes, al abandonar sus estudios, los estudiantes generan pérdidas econdémicas debido a

que no se pueden cumplir los presupuestos establecidos por las instituciones.

Efecto 5: Deudas para los estudiantes

Descripcion: Los estudiantes y sus familias tienen que recurrir por lo general a créditos,
ya sea con el Instituto Colombiano de Crédito Educativo y Estudios Técnicos, ICETEX o con
entidades bancarias para poder pagar los estudios, pero al no poder terminarlos, no se produce la

compensacion esperada por el esfuerzo.

Efecto 5: Baja movilidad social
Descripcion: Al no terminar los estudios y no tener una compensacion por su esfuerzo,
las personas tienen menor acceso a empleos mejor remunerados o a la produccion de sus propias

empresas, limitando su capacidad de mejorar su estatus social.

Efecto 6: Aumento de la desigualdad

Descripcion: El esfuerzo de una familia de bajos recursos para lograr la graduacion de
uno de sus miembros, es cada vez mayor, comparado con el de una familia de los estratos mas
altos, debido a los aumentos continuos de los costos de las matriculas, sumado a la necesidad de
tener a la mayoria de sus miembros produciendo ingresos durante el mayor tiempo posible,
hacen cada vez méas probable que las personas de bajos recursos tengan que suspender sus

estudios.

3.2.2 Causas

Causa 1: Problemas psicosociales

Descripcion: Los alumnos se ven expuestos a diferentes situaciones desde familiares,
problemas con comparieros y profesores, hasta depresion y otros problemas psicosociales que los
fuerzan a abandonar sus estudios.

Causa 2: Aplicacion ineficiente de apoyos
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Descripcion: En el SPADIES constan los apoyos brindados por las diferentes entidades a
los estudiantes, sin embargo, revisando las cifras, no han tenido el impacto deseado sobre la
decision de culminar los estudios.

Causa 3: Aplicacion de apoyos tardios

Descripcion: Cuando no se hace una deteccion a tiempo de los problemas y la
intervencion se hace después de ciertos momentos, la decision de abandonar los estudios no
puede ser modificada.

Causa 4: Dificultad para detectar alumnos con probabilidad de desercion

Descripcion: La deteccion de alumnos con probabilidad de desercion, requiere una
cantidad de procesamiento de informacion que en la mayoria de los casos, no poseen las
entidades de estudios superiores, que les permitan cotejar datos y detectar a tiempo cuando un
estudiante cumple uno de los patrones de abandono de sus estudios.

Causa 5: No tener claro el apoyo necesario

Descripcion: Aunque un alumno sea detectado como posible desertor, es posible que el
apoyo requerido para reversar su estado, no sea del todo claro para la institucion.

Causa 6: Problemas econdémicos

Descripcion: Los problemas para continuar pagando los estudios son una de las causas
detectadas en todos los estudios analizados, ya que al no ser gratuito el tener a un miembro de la
familia estudiando durante un largo tiempo, asi la matricula sea de bajo costo como en el caso de
las entidades publicas, mantener una persona improductiva puede ser un costo no asumible para
muchas familias de bajos ingresos.

Causa 7: Necesidad de trabajar

Descripcion: En varios casos los estudiantes tienen que dedicarse a trabajar, ya sea para
mantener a sus padres y hermanos, ellos mismos o personas dependientes, forzdndolos a
abandonar sus estudios por incompatibilidad de horarios o simplemente por no tener el tiempo
necesario para cumplir con sus obligaciones académicas.

Causa 8: Personas a cargo

Descripcion: El tener personas a cargo obliga a los alumnos a dedicar tiempo y recursos
econdmicos a sus dependientes, imposibilitando continuar con los estudios.

Causa 9: Problemas econdémicos familiares
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Descripcion: Los problemas econdémicos familiares pueden dejar sin la oportunidad de
continuar pagando los costos de matriculas y el mantenimiento requerido por los estudiantes para
asistir a las clases o adquirir los Utiles y materiales necesarios para continuar estudiando.

Causa 10: Falta de acceso a becas

Descripcion: El acceso a becas es limitado por las capacidades académicas de los
estudiantes, pero también por el acceso a la informacion y la poca cultura de uso de esta
herramienta para culminar los estudios.

Causa 11: Problemas académicos

Descripcion: Los problemas académicos conducen a la desercion porque imposibilitan
culminar los programas académicos, ya sea por repeticion de materias, o por incumplir normas
de las instituciones como el mantener un promedio académico por encima de un nivel.

Causa 12: Alta repeticion de materias

Descripcion: El repetir maltiples veces una o mas materias imposibilita a los estudiantes
continuar avanzando en los programas académicos que cursan, llegando a puntos donde se hace
inviable continuar estudiando.

Causa 13: Bajo rendimiento académico

Descripcion: Ya sea por la falta de preparacion, acceso a informacién, capacidad o
desmotivacién, es posible que los estudiantes abandonen sus estudios forzados por su bajo
desempefio.

Causa 14: Baja preparacion en el colegio

Descripcion: El bajo nivel de preparacion académica en los colegios produce estudiantes
sin los conocimientos requeridos para tener buenos resultados en las instituciones de educacién
superior, lo cual se vuelve un problema de falta de conocimiento acumulado desde tempranas
edades en muchos casos, lo cual genera una incapacidad de cumplir con los requisitos para poder
culminar los estudios.

Causa 15: Orientacion profesional equivocada

Descripcion: El estudiar carreras para las cuales el estudiante tiene baja motivacion crea
insatisfaccion y termina produciendo abandono en algunos casos, o la transferencia hacia otro
programa.

Causa 16: Insatisfaccion con el programa
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Descripcion: El nivel académico o el contenido que ofrecen las instituciones pueden no
estar de acuerdo con las expectativas de los alumnos, lo cual puede llevar a una desmotivacion
que produzca la desercion.

El arbol de problema en la Figura 1, a continuacién, se basa en las investigaciones que se
han hecho por diferentes autores y las ventajas de la educacion que son eliminadas por la

desercion.

Figura 1 Arbol del problema
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Fuente propia.

4 Formulacion de la pregunta de investigacion

¢COmo se puede aplicar DL en un sistema de recomendacién que permita reducir la

desercion en la educacion superior colombiana?.
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5 Objetivos de investigacion

5.1 Objetivo general

Proponer una alternativa para aplicar DL en un sistema de recomendacién que permita

disminuir la desercion en la educacion superior en Colombia

5.2 Objetivos especificos

1. Identificar la percepcién que tienen las Instituciones de Educacién Superior respecto
a las posibles soluciones para disminuir la desercion estudiantil

2. Determinar las posibles variables a evaluar dentro de la data proveniente del
SPADIES, que permitan sugerir posibles acciones que disminuyan la desercion

3. Plantear recomendaciones que permitan mejorar la probabilidad de permanencia en
los programas de educacion superior desde el uso del DL

4. Determinar la plataforma dptima en la cual se pueda hacer una implementacion viable

5. Definir la ruta de aplicacién del DL que permita disminuir la desercion en la

educacion superior en Colombia

6  Justificacion de la investigacion

Esta investigacion tiene como propdsito, determinar la forma de ayudar a la IES a
procesar los datos de los estudiantes, de forma que pueda no s6lo determinar qué alumnos se
encuentran en riesgo de desercion sino las alternativas de accion, dentro de un plazo oportuno
para su aplicacion.

Si bien es posible que hoy en dia se esté recolectando la informacidn necesaria, la
cantidad de personal para procesarla sin un motor de andlisis, no permite obtener resultados y
aplicar cambios dentro del mismo semestre, de forma que sea oportuna la intervencion para
obtener los resultados que espera la IES.

Las causas de la desercion son variadas y cubrir todas en una sola solucién no es viable,

por lo cual es importante encontrar la solucion o una mitigacion a un grupo de estas, como lo son



Uso de Deep Learning en sistemas de recomendacion 15

la deteccion temprana de estudiantes con patrones de desercion y la recomendacion de una
accion preventiva a aplicar.

Los efectos en la sociedad colombiana son bastante importantes, sobre todo para un pais
con una de las mayores desigualdades sociales del mundo, por lo cual esta investigacion es
relevante para lograr reducir el impacto de este problema.

Es importante hacer énfasis, en que el gobierno nacional ha hecho esfuerzos para
implantar un sistema que permita disminuir la desercion, pero la deteccion tardia de los
estudiantes en riesgo y la aplicacion de apoyos fuera de tiempo sigue sin hacer que el sistema sea
lo suficientemente eficiente para las metas propuestas originalmente de: 8% a nivel universitario
y 15% en el nivel técnico profesional y tecnologico (MEN, 2015), pero como lo muestra la

Figura 2, a continuacién, las cifras en 2016 no habian llegado a los niveles esperados.

Figura 2 Tasa de desercion por nivel de formacion
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Fuente MEN-SPADIES (2019, a corte 2016).

Esta investigacion es conveniente porque permitira vincular una de las tecnologias de
mayor evolucion en los ultimos afios, como lo manifiestan Klinger, Mateos-Garcia y
Stathoulopoulos (2018), como una tecnologia de propoésito general, comparable en su impacto al
uso del motor a combustion, los computadores o la electricidad, con un problema de alto impacto

para el pais, para lograr la mitigacion de por lo menos uno de los factores que lo originan al
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proporcionar un poder de computo superior encontrando patrones, a otras herramientas
aplicables.

Este trabajo tiene relevancia social, porque el impacto que tiene en la sociedad
colombiana la desercion es un obstaculo para los planes de eliminacion de la pobreza que ha
planteado el gobierno, debido a que como lo explica el MEN(2015, p. 17), ..., la equidad pasa
por la posibilidad real de brindar una educacién con los mas altos estandares de calidad para toda
la poblacion...”, y sin un sistema que permita a las instituciones ayudar de forma oportuna a los
alumnos, las ventajas que se espera brinde la educacién superior a la sociedad llegan sélo de

forma parcial, frenando el desarrollo del pais.

7  Viabilidad de la investigacion

Tabla 1 Andlisis de viabilidad

Criterio Viabilidad o Facilidad

(siendo 1 menor y 5 mayor)

Acceso a la informacion 3
Procesamiento estadistico o disponibilidad de 5
software

Desarrollo de entregables en el tiempo 4
Calidad de la informacion 3
Costos de la investigacion 4
Promedio 3.8

Fuente propia

La informacidn que se posee es la que tiene recolectada el sistema SPADIES y la que se
puede encontrar en Datos abiertos Colombia DAC, sobre las IES, pero de acuerdo a lo que
evalUe el procesamiento de DL se puede determinar si la informacion es suficiente o no.

El software para aprendizaje y procesamiento de DL se encuentra para evaluacion en
diferentes plataformas en la nube, como: IBM, Google Cloud, AWS o Azure, adicionalmente, se

pueden usar herramientas gratuitas para procesamiento o depuracion de data si es necesario.
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El periodo planteado para la investigacion es de nueve meses, el cual se espera que sea
suficiente para recolectar la informacion y hacer la experimentacion necesaria, sin embargo el
riesgo se encuentra en la accesibilidad para hacer entrevistas en las IES, la calidad y actualidad
de la informacién en SPADIES, y el conocimiento en DL y las plataformas, que debe ser
adquirido para realizar la experimentacion.

La calidad y actualidad de la informacion en SPADIES es un tema que se sale del control
de esta investigacion, por lo cual es un riesgo, es necesario revisar la data que se puede descargar
del portal y la que se encuentra en DAC para determinar si es suficiente, o si es necesario
gestionar con varias IES el acceso a sus registros anonimizados, lo cual puede ser mas complejo
de conseguir.

Se espera cubrir la investigacion con las capas gratuitas de entrenamiento que ofrecen las
plataformas de DL en la nube, sin embargo, es posible que se deba incurrir en costos para
almacenamiento y procesamiento, dichos costos serviran para establecer el valor aproximado que
deberia poder pagar una IES, si quiere hacer uso de esta tecnologia. Adicionalmente, se deben
hacer encuestas a instituciones de diferentes regiones del pais, por lo cual debe adicionarse el
costo de las Ilamadas telefonicas necesarias.

El resultado total de 3.8, indica que aungue existe una viabilidad para su ejecucién, la
investigacion tiene unos riesgos especificos en el acceso a la informacion, que pueden afectar su

cronograma esperado.

8 Marco tedrico de la propuesta

8.1 Inteligencia artificial

La Inteligencia Artificial o 1A, tiene origenes antiguos y se puede referenciar en periodos
tan lejanos como la Grecia antigua (Mijwel, 2015) o las maquinas de Babbage del siglo 18
(Aspray, Bromley, Campbell-Kelly, Ceruzzi y Williams, 1990), aunque en términos generales,
la IA moderna se reconoce como inicialmente propuesta por Turing (1936), al determinar que
una maquina tiene la capacidad de hacer calculos de forma repetitiva, comparando los resultados,
hasta encontrar una solucion acorde a una serie de restricciones planteadas inicialmente, en algo

que él denomind una maquina universal.
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La IA se puede definir de forma sencilla como lo propuso McCarthy en 1956: “La ciencia
e ingenieria de hacer maquinas inteligentes” (Herrera 'y Analide, 2012), o como lo complementd
Andrew Moore (High, 2017) : “Inteligencia Artificial es la ciencia y la ingenieria de hacer que
los computadores se comporten de formas que, hasta recientemente, pensdbamos que requerian
de inteligencia humana para hacerlo”, pero este principio basico ha avanzado hasta convertirse
en uno de los motores de la tecnologia humana mas ampliamente utilizado, y en uno de los
campos de la ciencia de computacién mas atrayente para los investigadores y la industria.

En los afios 80 del siglo pasado, ya investigadores ubicaban a la A como una ciencia a la
altura de la matematica, la fisica o la sociologia, que puede servir fundamento para nuevos
conocimientos humanos (Campbell, 1986). Y aunque siempre han existido temores sobre su uso,
pronto fue notoria la necesidad de crear lenguajes de programacion y tecnologia propicia para su
desarrollo (Partridge, 1986), como por ejemplo la programacién orientada a restricciones
(Meseguer, 2012) o los algoritmos evolucionarios de multiple objetivo, EMOA por su sigla en
Inglés, utilizados para optimizacién de procesos (Zhao et al., 2019).

Actualmente la 1A se estudia en campos que a su vez son suficientemente profundos para
generar grandes cantidades de conocimiento, como lo son Machine Learning y DL, los cuales

seran analizados a continuacion.

8.1.1 Machine Learning

Machine Learning ML se puede definir como los procesos mediante los cuales un
sistema inteligente aprende de forma autdnoma, mejorando su desempefio a través del tiempo
(Langley, 1986), o como lo define Mitchell (1997), es el estudio de los algoritmos de
computacion que permiten a los programas de computacién mejorarse automaticamente a través
de la experiencia.

Al ser una rama de la IA, debe diferenciarse en que su proposito es el aprendizaje y
mejora autbnomas mediante experiencia, y no solamente generar comportamientos inteligentes
mediante decisiones de reconocimiento de patrones, como lo define Mitchell(1997): un programa
de computacion se dice que aprende de la experiencia E, con respecto a una clase de tareas T y
una medida de desempefio P, si su desempefio P para realizar las tareas T, mejora al tener la

experiencia E.
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Dentro de ML se encuentran otras subramas de la 1A, como lo explica la figura a
continuacion, pero en general se divide en tres ramas: aprendizaje supervisado, aprendizaje no

supervisado y aprendizaje de refuerzo (Skansi, 2018, p. 51)

Figura 3 Divisiones de ML
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Fuente: (Perrotta, 2020, p. viii)

A partir del estudio de ML se han generado algoritmos relevantes para la clasificacion de
fendmenos (Smola y Vishwanathan, 2008, p.20), como Naive Bayes, Nearest Neighbors, Mean
Classifier, Perceptron o K-Means, los cuéles son usados para resolver maltiples problemas de
clasificacion y prediccion, desde el envio de correos spam, hasta la sugerencia de articulos en

tiendas en linea.

8.1.1.1 Deep Learning

DL es una subdivision de ML, basada en Redes Neuronales (Skansi, 2018, p. 8), las
cuales empezaron a ser proyectadas desde los afios 50 del siglo pasado, por Marvin Minsky,
como una aproximacion para solucionar problemas donde la simulacién de neuronas

interactuando pudiera ser mas adecuada que el uso de procesadores normales, como la
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interpretacion de textos, pero que debido a la incapacidad para solucionar momentaneamente
problemas de ambigliedad, casi es abandonada en los afios 70, hasta que fue viable con el
aumento de la capacidad de las maquinas en los afios 90, y finalmente con el articulo de Hinton,
Osindero y Teh (2006), donde proponen un modelo de red de creencia profunda, con mejores
resultados que los obtenidos previamente para el reconocimiento de patrones, el paso para la

aparicion de DL fue posible.

8.2 Deep Learning

Para entender mejor qué es DL, se puede explicar que es la implementacion de procesos
cognitivos mediante redes neuronales, donde por medio de unas reglas establecidas se logran
razonamientos, y aunque las reglas se establecen a nivel neuronal, el razonamiento sigue siendo
simbdlico (Skansi, 2018, p. 14), la principal diferencia con ML es que no requiere un paso
intermedio que en ML se llama la extraccion de cualidades para comparar, Sino que este paso
viene implicito en el proceso de aprendizaje, y la maquina detecta las caracteristicas que debe
buscar para hacer la identificacion correcta.

8.2.1 Estructura

Debido a que DL se basa en el uso de redes neuronales para su lograr sus resultados,
normalmente la estructura que tiene es la de la definicion de las neuronas con las reglas de
interpretacion que debe seguir y luego la especificacion de la red, donde se establecen las
interacciones que deben tener las neuronas (Michelucci, 2018).

La arquitectura de una red neuronal para hacer DL se compone de varias capas de
interpretacion, de acuerdo al proposito buscado(Singaravel et al., 2018), normalmente se
reconocen tres tipos de capas: capas de entrada, capas ocultas y capas de salida. Donde el
numero de capas ocultas define la profundidad de la arquitectura.

En las capas ocultas se definen las funciones de activacion, las cuales definen las
relaciones no lineales, y con los resultados de estas capas ocultas, las capas de salida generan las

predicciones. Dentro de las funciones de activacion comunes se encuentran binarias, lineales
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sigmoides, de tangente hiperbdlica, lineal rectificada, lineal rectificada agujereada, lineal
rectificada configurada, exponencial lineal unitaria, Swish y Softmax.

Otra parte de la estructura importante son los pardmetros internos de las capas que
determinan la complejidad de interpretacion en las capas internas y los hiper parametros, que
controlan el nimero de interacciones y la tasa de aprendizaje (Michelucci, 2018, p. 90), dichos

hiper parametros se deben ajustar para lograr la optimizacion de las predicciones.

8.2.2 Usos

DL es una tecnologia relativamente nueva para la humanidad, en el articulo de Klinger,
Mateos-Garcia y Stathoulopoulos (2018) se hace un andlisis del impacto que va a tener como una
tecnologia de uso general, tal como fueron el motor de vapor y las computadoras, cambiando a
maultiples industrias.

En la actualidad DL se utiliza en sectores muy diversos como la salud, en identificacion
de enfermedades mediante clasificacion de imagenes (Ker et al., 2018), predicciones de
resultados en el uso de medicinas (Aliper et al., 2016), en oftalmologia se usa para deteccion
temprana de tumores mediante clasificacion de imagenes (Rahimy, 2018), en biomedicina se usa
para segmentacion de imagenes diagnoésticas, secuenciacion genética y prediccion de estructura
de proteinas (Cao et al., 2018), en arquitectura se ha aplicado para predecir consumo de energia
en edificios (Singaravel et al., 2018), en astronomia se esta usando para deteccion de vida
extraterrestre y exoplanetas (Gheller et al., 2018), y muchos otros usos donde la gran capacidad
de DL para detectar patrones y deducir relaciones es funcional.

La relacion fundamental de esta investigacion con el uso de DL, se da con la capacidad
que tienen estos para generar sistemas de recomendacion efectivos, y de esta forma se
encuentran varios estudios como el de Da’u, A. y Salim, D. (Da’u y Salim, 2020), donde se
analiza el avance de esta tecnologia y se hace un analisis sistematico de la literatura existente,
mientras que en el articulo de Batmaz, Z. et al. (Batmaz et al., 2019) se analizan los retos y
opciones que se presentan al afrontar un sistema de recomendacion con esta tecnologia, por otra
parte en el estudio de Singhal, A., Sinha, P. y Pant R. (Singhal et al., 2017) hace una compilacién
de trabajos recientes para la época, también el articulo de Naumov, M. et al.(Naumov et al.,

2019) hace un analisis de la incidencia de esta tecnologia en los sistemas de recomendacion, y
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finalmente, en el articulo de Cheng, H. et al. (Cheng et al., 2016) generado por Google Inc. se

hace un analisis del uso de Wide y DL para la generacion de sistemas de recomendacion.

8.2.3 Metodologia general para construir modelos de Deep Learning

La metodologia general para construir modelos de DL se basa en los siguientes pasos
(Oppermann, 2019): a) Definicidn del set de datos de entrenamiento, b) Definicion de las capas
que va a tener la red neuronal, c) Definicion de la funcién de activacion adecuada por capa, d)
Entrenamiento del modelo, e) Comparacién de resultados, f) Definicidn de la funcion de pérdida,

g) Aplicacién de cambios a parametros y pesos para minimizar la funcion de pérdida.

8.2.4 Deep Learning en el contexto educativo

DL se ha utilizado para hacer estudios del entorno educativo, como en el articulo de
Doleck et al. (2020) donde se analiza la aplicacion de diferentes plataformas de DL usando datos
de estudiantes que recibieron clases por video.

Doleck et al. refieren que esta clase de estudios se han hecho antes, como el realizado
por Piech et al.(2015) usando Deep knowledge para medir la efectividad del uso de plataformas
como Khan Academy, Courseray EdX.

Por otra parte, Wilson et al.(2016) hicieron un estudio del posible desempefio de los
alumnos ante el uso de sistemas de educacion en linea, haciendo un analisis bayesiano, y de
nuevo aplicando redes neuronales convolutivas con Deep Knowledge Tracing.

Otros estudios relacionados son los que hicieron los equipos de Botelho et al. (2017) y
Jiang et al. (2018), para estudiar el rendimiento de los estudiantes de escolaridad media en

plataformas de ensefianza abierta, usando DL.
8.3 Desercion en la Educacion Superior
La desercion en educacion superior en Colombia ha sido estudiada en varias ocasiones

desde el punto de vista de cada institucion, como en el caso de la Universidad de Ibagué con la

investigacion de Betacur y Gonzélez (2008), la Universidad de Rosario con el articulo de
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Restrepo (2016), la Universidad Distrital Francisco Jose de Caldas con el articulo de Flérez
(2016), la Fundacion universitaria catdlica del norte con el articulo de Rodriguez (2011), y la
Universidad industrial de Santander con el articulo de Zarate y Mantilla(2015), pero en otros
articulos se busca hacer un estudio comprensivo del fendmeno, como en el de Paramo y Correa
(2012) que estudia variables y fendmenos de incidencia para estructurar indicadores de
desercidn, el de Barrero (2015) analiza estudios anteriores y generar propuestas para mitigar el
fendmeno, mientras que Areth (Areth et al., 2015) genera una andlisis de modelos de desercion
para comprender el fendbmeno aunque indica que en Colombia los estudios estan sesgados por
modelos teodricos de educacion a distancia, el articulo de Castillo y Mejia ( 2010) habla sobre las
causas sociales del fendmeno y el articulo de Barragan y Patifio (2016) que interpreta la situacion
de la desercion en Colombia desde un contexto latinoamericano, pero tal vez la guia de
implementacién del modelo de gestién de permanencia y graduacion estudiantil en IES (MEN,
2015), es la que tiene un estudio mas completo alrededor del fendmeno y la forma de abordarlo

desde el punto de vista del gobierno nacional de Colombia.

8.3.1 Concepto de desercién

En el articulo de Rodriguez y Londofio(2011) se define que la desercion es “Fenémeno
de abandono de los estudios debido a la confluencia de causas internas y externas a las IES™, y
como lo manifiestan Sanchez, Navarro y Garcia (2009) la diferencian de la mortalidad
académica se puede manifestar asi: “Esto lleva a definir Desercion como el abandono académico
pero voluntario que el estudiante hace de un programa o de la universidad y mortalidad
académica como el retiro forzoso”. Otro aspecto que se analiza en el trabajo de Gutiérrez et al.
(2012), es que la desercion se acota como el abandono por dos periodos consecutivos del
programa académico, ya que cuando este se produce por causas temporales y solucionables sélo

se da por un periodo y luego se retoma el programa por parte del estudiante.

8.3.2 Causas de desercion en la educacion superior

Varias investigaciones abordan las causas de la desercién, algunas enfocadas en una IES

en particular, como el de Fontalvo, Castillo y Polo (2015), donde se analiza la correlacion de
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diferentes factores: ambientales universitarios, acceso a la ayuda, razones econdémicas, ambiente
familiar, nivel de satisfaccion, situacion financiera externa, capacidad académica y eleccion de
programa académico.

En el articulo de Barrera, Casallas y Sastre (2015) enfocado en la Universidad Piloto, se
llega a la conclusion que algunos alumnos desertan de la universidad pero culminan sus estudios
en otra IES, cuando el factor mas influyente es académico o personal, pero que cuando es una
desercion total del sistema educativo por lo general esta asociado a un factor econémico, y
finalmente reconoce que la mejor forma de disminuir el problema es haciendo una deteccion
temprana de los alumnos que presenten las caracteristicas que puedan llevar a la desercion, aun
en el proceso de admision, y tener un sistema que monitoree y alerte oportunamente sobre las
ayudas que deben darse a los alumnos.

En su investigacién, Osorio, Bolancé y Castillo (2012), trabajan con datos de la
Universidad Javeriana de Cali, y concluyen que hay razones que se suman para hacer mas
factible la salida del programa académico, como bajo nivel educativo de los padres y bajo
rendimiento académico que los lleva a multiple repeticion de materias y finalmente a desistir,
también sefialan que segun estudios de la Universidad Nacional y el Instituto Colombiano para el
Financiamiento de la Educacién Superior, ICFES (2002), se unen variables como el género, la
edad, y las condiciones académicas y econdémicas para generar la desercion. En el analisis de su
poblacion objetivo, llegan a la conclusion que son mas relevantes los factores académicos que las
individuales, y destacan que la union de los factores: ser hombre y estudiar Ciencias econémicas
o Ingenierias, lleva a tener el mayor factor de probabilidad para no graduarse, concluyendo la
necesidad de usar un sistema que ayude a determinar la trayectoria universitaria como un modelo
con multiples causas de finalizacion.

La investigacion de Lopera (2012) enfocada en la Universidad del Rosario, determina
que los hombres, que deben trabajar y estudiar, y que provienen de otras regiones, tienen la
mayor probabilidad de abandonar sus estudios, especialmente si son jévenes, pero disminuye
bastante cuando aumenta la edad.

En el articulo de Timaran(2009), se utiliza mineria de datos para determinar que los
factores de desercion son: la carrera cursada, con alta incidencia en carreras de la facultad de
ciencias naturales y matematicas si los estudiantes eran originarios de la ciudad donde

estudiaban, y el factor econdmico, en un estudio posterior utilizando la misma herramienta, en un
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articulo, Timaran, Calderon y Jiménez (2013) concluyen que existen factores de tipo académico
adicionales a los anteriormente encontrados, como que si se supera en 4 el niUmero de materias
perdidas en los primeros semestres aumenta la probabilidad de retiro del programa, y en el
articulo de Timaran y Jiménez (2014) con la misma herramienta, se encuentra que hay patrones
de desercién muy marcados en menores de edad, que provienen de colegios publicos, que
estudian Ingenierias, de estrato bajo social, promedio entre 3.7 y 4.0 y que han perdido entre 1y
2 materias de ciencias basicas.

En algunos articulos se ha hecho un estudio general de las variables que causan la
desercién, como en los articulos de: Fontalvo (2015), Chinome et al. (2016), Barragan y Urrego
(2019), Barrera et al. (2015), Yepes D et al. (2007), Sanchez et al. (2009) y Londofio (2013),
pero en el articulo de Acosta (Acosta, 2010) se estudia la influencia de los procesos de
aprendizaje en la desercidn, y en el estudio de Suarez-Montes y Diaz-Subieta (2015) y el de
Reyes et al. (2019) se hace un andlisis de los factores psicosociales.

Finalmente, en la Guia de implementacion del modelo de gestidn para disminuir la
desercion, el MEN (2015) resalta que hay factores de tipo psicolégicos, socioldgicos,
econdmicos, organizacionales e interaccionistas, como se puede observar en la figura 3 a

continuacion.
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8.3.3 Modelos para el analisis de la desercion

De acuerdo con el articulo de Areth, Castro y Rodriguez (2015) se han generado dos
modelos diferentes para analizar la desercion, un con respecto al tiempo y otro con respecto al
espacio. El modelo del tiempo indica que existen tres tipos de desercion: precoz, mediana y
tardia, y en lo referente al modelo espacial se habla de institucional e interna o del programa
académico, es decir que el estudiante se retira del programa pero continua con otro programa de
la misma IES o se retira definitivamente.

Por otra parte hay dos enfoques que se han establecido desde los afios 70 y 80 del siglo
anterior, inicialmente Tinto (1975) sugiere que el vinculo entre el estudiante y la entidad
educativa es lo que permite al estudiante mantenerse en el programa y finalizarlo. Pero en

contraste, primero Sweet (1986) y luego Kember (1989), complementando el trabajo de Tinto en



Uso de Deep Learning en sistemas de recomendacion 27

un enfoque de educacion a distancia, agregan variables como el entorno familiar y la capacidad
para organizar el tiempo que tiene el estudiante.

Posteriormente otros autores como Rovai (2003) proponen modelos con mdltiples
variables de anélisis, separdndolas en aquellas que se deben tomar en cuenta antes de la entrada
del alumno a la institucién, tales como: nivel educativo, género, edad, situacion laboral y
habilidades para el uso de la tecnologia (Se hace énfasis en este aspecto porque su estudio se
centra en la educacion a distancia), y otras que se deben abordar cuando el alumno ya hace parte
de entidad, diferenciandolas en externas como horas de trabajo y aspectos financieros, y un
segundo grupo interno, relacionadas con autoestima, relaciones interpersonales, asesoramiento y

otras variables psicosociales.

8.3.4 El sector de la educacién superior en Colombia

Segun los datos entregados por el MEN a diciembre de 2019 a la pagina Datos abiertos
(Gobierno de Colombia, 2019a), son 589 IES, de las cuales 165 son Universidades, 253 son
Instituciones universitarias o Escuelas tecnoldgicas, 100 Instituciones tecnoldgicas y 71 son
Instituciones técnicas profesionales, de las cuales 427 son privadas y 162 son publicas, un gran
avance en numero ya que de acuerdo a Melo, Ramos y Hernandez (2017, p. 73), en 2015 el pais
contaba con 290 instituciones, es decir que el nimero se duplicé en cuatro afios, pero en 2020
aun no se tienen las cifras post pandemia para ver cémo se vio afectado el sector.

Adicionalmente, 371 de las IES se encuentran en las cuatro principales ciudades del pais
lo cual significa que el 63% de estas entidades se encuentran centralizadas en los centros de
poblacion mas grandes del pais, implicando que para poder estudiar una carrera de Educacion
superior, para muchas personas todavia es necesario hacer una migracion a estos centros
urbanos, sin embargo el panorama no es tan complejo, tomando en cuenta que 37% de las
entidades se encuentran en ciudades secundarias ofreciendo alternativas a las personas de
ingresos bajos.

Tomando otro grupo de datos del MEN a septiembre de 2019, con informacion
consolidada hasta 2018 (Gobierno de Colombia, 2019), sobre las personas matriculadas en las
IES, se puede observar que hay 8067 programas académicos ofertados, de los cuales 7429 son

universitarios, 523 tecnologicos y 115 técnicos, y de los universitarios 3090 son de pregrado
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(624 licenciaturas), 2491 de especializacion, 1558 de maestria y 290 de doctorado, esto nos da a
concluir que los programas universitarios de pregrado son los de mayor demanda por parte de los
estudiantes con un 92%, mientras que los programas técnicos y tecnoldgicos no tienen tanta
solicitud, ya que s6lo son el 7.9%, y en el otro lado del espectro, los doctorados sélo son el 3.5%
de los programas, pero tiene la explicacion del prerrequisito de estudios previos y su costo.

En estos programas academicos se matricularon en 2018, 3.324.809 estudiantes, de los
cuales 1.696.463 lo hicieron en el primer semestre y 1.628.346 en el segundo semestre, lo cual
indica que estan balanceados los dos semestres en nimero de matriculas, aunque se esperaria que
al tener la mayoria de colegios calendario A, el primer semestre tenga mayor cantidad de nuevos
estudiantes. Otro dato interesante encontrado es que 1.509.523 hombres se inscribieron, y
1.815.286 muijeres lo hicieron, lo cual es una buena noticia para el pais, ya que se ha encontrado
que el nimero de mujeres que desertan es menor que el de los hombres ICFES (2002), pero lo
mejor de todo, es que de acuerdo a las metas establecidas por la Organizacion de las Naciones
Unidas, ONU(2020), la quinta meta que es la paridad de géneros, ayuda a tener un planeta mas
pacifico, prospero y sostenible.

En la investigacion de Melo, Ramos y Hernandez (2017, p. 102) se determina que el
sector tiene una cobertura baja comparada con otros paises de la regién, aunque resalta que la
cobertura ha ido aumentando a partir de la constitucion de 1991, y el establecimiento de las
pruebas Saber como obligatorias a partir de la ley 1324 de 2009 permite tener medidas
comparativas mas exactas sobre la calidad. Adicionalmente el factor econémico es muy decisivo,
tanto para la tasa de desercion como para la calidad educativa, agudizando la desigualdad que

existe en el pais.
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9 Hipotesis de trabajo

9.1 Hipotesis 1

Es posible generar recomendaciones de apoyo en tiempos adecuados, para detener el

proceso de desercion usando DL

9.1.1 Variables hipétesis 1

Capacidad de generar resultados: Variable dependiente. Capacidad de un sistema basado
en DL para soportar un sistema de recomendacion para un problema social con las caracteristicas
de la desercion en la educacion superior colombiana. Depende del tiempo requerido para generar
una recomendacién y de los costos que implique para una universidad utilizarlo. Su valor es
booleano, positivo o negativo. Se podra definir mediante la experimentacion y revision de la
generacion de la informacion en un sistema.

Tiempo de entrega apropiado de la informacion: Variable independiente. Debe ser
determinado con las universidades. Se mide en dias. Se medira mediante la recoleccién en
entrevistas con personal de las entidades de estudios superiores.

Cantidad de datos necesarios para que un sistema genere una recomendacion acertada:
Variable independiente. Es necesario saber cuantas mediciones de cambio de estado por persona
se requiere para que el sistema haga un pronostico. Debe ser medido en fracciones de Gigabytes.

Se recolectara mediante experimentacion con las plataformas.

9.2 Hipotesis 2

Las universidades estan interesadas en usar un sistema que les permita tener

recomendaciones de forma automatica.

9.2.1 Variables hipotesis 2
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Valor que una institucion esta dispuesta a pagar por estudiante: Variable independiente.
Este costo es una condicional de viabilidad de la implementacion del sistema en forma real. Debe
ser determinado en las entrevistas a universidades y se mide en dolares debido a que los costos

de las plataformas vienen en esa moneda. Se recolectard mediante entrevistas a las universidades.

10 Disefio metodologico

10.1 Tipo de investigacion

El de tipo de investigacion es descriptivo, porque permitira medir varios aspectos como:

1. Capacidad de una plataforma DL para generar resultados en un problema social como
es el propdsito de esta investigacion.

2. Determinar la capacidad de pago de las IES alrededor de una herramienta como esta
para determinar la viabilidad de implementacion.

3. Encontrar la plataforma de DL en la nube méas adecuada para este sistema

Esta investigacion tiene un enfoque mixto (Cualitativo y cuantitativo), ya que busca
encontrar la plataforma mas adecuada para implementar un sistema DL que ayude a solucionar el
problema objetivo, pero a su vez servira para medir el interés que tienen las IES en implementar

o utilizar un sistema de este tipo.

El campo de investigacion de esta monografia, es Ciencia tecnologia e innovacion, el

grupo es ONTARE y la linea de investigacion es Tecnologia de la informacion.

10.2 Instrumentos a utilizar

Se utilizara una encuesta para las IES, en la cual se busca explorar la recoleccién de la
informacion acerca de desercion de sus alumnos, y la capacidad de inversion para mitigar este
problema, medido en una cantidad de dolares por semestre que esta dispuesta a invertir en la

herramienta.
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Para esta encuesta se busca entrevistar a las personas relacionadas con bienestar
universitario o admisiones, que tengan como prioridad la atencién del problema.

Para la parte de la herramienta, se harad una experimentacion en las herramientas de DL
en el mercado, esta investigacion se enfocara en las principales plataformas en la nube que
ofrecen este servicio de IA de acuerdo a Gartner, que son: AWS, Azure, Google Cloud e IBM,

como se aprecia en la figura a continuacion.

Figura 5 Cuadrante méagico de Gartner, IA en la nube

Fuente: Gartner 2020

10.3 Poblacion y muestra

La investigacion que se llevara a cabo se enfoca en las IES, que segun las cifras del MEN
a diciembre de 2019 (Gobierno de Colombia, 2019a), la poblacién objetivo es de 589 IES, por lo
cual aplicando la formula para encontrar la muestra representativa, tenemos que con un margen
de error del 5% y un nivel de confianza del 90%, pero como la poblacidén no es homogénea, se
haré una division por tipo de Institucion con una muestra probabilistica estratificada, de acuerdo

a Fernandez, Hernandez y Baptista (1991, p. 217), se puede tomar un factor entre la muestra
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calculada y la poblacién, para encontrar los valores, como se observa en la tabla 2 a

continuacion.

Tabla 2 Tamafio de muestras representativas

Tipo de Total Universidades | Instituciones Instituciones | Instituciones
Institucion universitarias o tecnoldgicas | técnicas
Escuelas profesionales

tecnoldgicas
Poblacion | 589 165 253 100 71
Muestra 72 20 31 12 9

Fuente: propia
11 Contribuciones originales esperadas

Las implicaciones préacticas de esta monografia son la recoleccion de las necesidades de
las IES, confrontandolas con las oportunidades que puede ofrecer una herramienta de DL y el
planteamiento de uso de una plataforma comercial en la nube, también permitira entender si las
instituciones pueden invertir en esta herramienta, para verificar la viabilidad de la solucion en un
ambiente real, y si es viable, generar una oportunidad de negocio o una iniciativa liderada por el
estado colombiano.

El valor tedrico que tiene esta investigacion es explorar las capacidades de la tecnologia
DL, enfocandose en la posibilidad que ofrece para hacer recomendaciones, para mitigar
problemas con factores psicoldgicos, socio econdmicos y educativos, tomando en cuenta el
estado del arte de las principales plataformas en la nube que ofrecen el servicio de IA.

La investigacion permitira examinar la poblacion de estudiantes usando una correlacion
de patrones, que posiblemente no han sido tomados en cuenta en investigaciones anteriores, y es

posible que genere una nueva herramienta para analizar el fendmeno de la desercion.

12 Cronograma
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A continuacion se encuentran las actividades, con lo cual se puede revisar en el cuadro el
tiempo estimado: a) Seleccion de data para la herramienta, b) Presentacion de primer informe c)
Generacion de herramienta para las cuatro plataformas que ofrecen servicios de 1A en la nube, d)
Revision de resultados, e) Presentacion de segundo informe, f) Preparacion de la encuesta, Q)
Aplicacion de la encuesta, h) Tabulacion de resultados, i) Presentacion de informe, j) Correccion

de observaciones, k) Publicacion de articulo y I) Presentacion de informe final.

Tabla 3 Cronograma de la investigacion

Tiempo del proyecto en meses

(9 meses)

Actividades a
desarrollar

Mes 1 Mes 2 Mes 3 Mes 4 Mes 5 Mes 6 Mes 7 Mes 8 Mes 9
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Dentro de las tareas principales, que son la generacion de la herramienta en las plataformas en la nube, y
la encuesta a IES se espera ir adelantando el trabajo escrito correspondiente a la monografia, es necesario

acordar con el asesor los hitos de revision.
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