Seminario de Investigacion ) .::: ean’
Especializacion

e e e e e Uuniversidad
L N

I

Guia 3 — Informe Técnico Resultado de Investigacion.

Titulo del proyecto:
Prediccion de demanda mediante redes neuronales para la ruta T11 del SITP.

Presentado por:

Luisa Fernanda Saldafa Toro.

Programa:

Especializacion en Gerencia de Proyectos.

Tutora:

Lina Maria Chacon Rivera.

Asignatura:

Seminario de investigacion.

30 de noviembre de 2023
Bogota. D.C.

El Nogal: Carrera 11 no. 78 - 47 / Centro de contacto: (57-1) 593 6464
Bogota D.C. - Colombia, Suramérica / www.universidadean.edu.co
UNIVERSIDAD EAN: SNIES 2812, Personeria Juridica Res. n°, 2898 del Minjusticia - 16/05/69



[ 2N ] [ N

o0 o0 ®

L ] [ ]

s s eadn

e e @ 0 ¢ Uuniversidad
[N ]

Resumen

La falta de precision en la estimacion del nimero de pasajeros que utilizan la ruta T11
del SITP en Bogoté ha generado ineficiencias operativas y ha causado insatisfaccion entre los
usuarios. Por este motivo, este proyecto de investigacion propone la adopcion de un modelo de
prediccion de demanda mediante redes neuronales. Para lograr este proposito, se apoya en teorias
de aprendizaje automatico y en recursos provenientes de fuentes especializadas en la

implementacidn de inteligencia artificial en el transporte publico.

Palabras clave: Redes Neuronales Artificiales (RNA), prondéstico, andlisis de

demanda, movilidad, transporte publico.
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1. PROBLEMA DE INVESTIGACION.
1.1 Descripcién del problema.

Actualmente el Sistema Integrado del Transporte Publico, en adelante SITP, se
compone de dos fases las cuales estan integradas por 18 empresas operando con un total de 382
rutas las cuales se dividen entre: urbanas, complementarias y especiales (TRANSMILENIO S.A.,
2012), estas tienen como proposito transportar a los usuarios a travées de los corredores viales de
la ciudad, asi como también buscan garantizar un sistema transporte pablico confiable y eficiente
que permita abordar los constantes desafios de movilidad y sostenibilidad. En este contexto, es
que se plantea el evaluar la viabilidad de estudiar la ruta T11 ya que desempefia un papel crucial
al conectar diversas zonas de la ciudad y movilizar cerca de 700.000 usuarios al mes la cual
concentra cerca del 16 % de la demanda de la ciudad.

Durante el primer semestre de 2023 la ruta ha presentado una alta variabilidad en la
demanda de usuarios, pese a que se espera gque exista una variacion considerable dados factores
externos a la operacion como: la estacionalidad presentada en meses como enero, abril y julio,
las franjas horarias habituales de movilizacion de los usuarios y las posibles contingencias como
manifestaciones, desvios, entre otras, no ha sido posible determinar cual es el factor que esta
impactando en mayor medida la demanda de la ruta actualmente.

Por otro lado, conviene mencionar que en la ruta se presentan aspectos que han podido
afectar su adecuada operacion, en donde para los primeros seis meses del afio se han ofertado
con una alta frecuencia servicios con sobrecarga de usuarios en las franjas pico, lo que causa que
los pasajeros deban esperar tiempos prolongados entre servicio y servicio. Asimismo este
comportamiento da cuenta de las deficiencias en la programacion, ya que se presentan
distribuciones irregulares de los vehiculos durante el dia y esto puede resultar en tiempos de
espera impredecibles y prolongados en las paradas, 1o que a su vez se deriva en una ineficiencia
en la asignacion de recursos como operadores y vehiculos, desperdiciando el combustible de los
buses y el tiempo de los conductores. Un método que ayuda a tener una perspectiva méas acertada

de la problematica aqui expuesta es el analisis PESTAL, el cual se resume a continuacion:

e Politico: Esta parte se relaciona con el financiamiento, regulaciones y politicas de

transporte que tienen un impacto directo en la demanda de usuarios del sistema. Asi
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como también incluye cambios en las politicas de incentivos fiscales, subsidios y
restricciones de trafico que influyen en la cantidad de personas que optan por utilizar
el SITP.

e Econdmico: Factores asociados al nivel de ingresos, tasas de desempleo y costos de
transporte y las fluctuaciones econdmicas pueden afectar la capacidad de las personas
para costear el transporte privado y, por lo tanto, aumentar la demanda de opciones
mas asequibles como la bicicleta.

e Sociocultural: Patrones de movilidad, preferencias de viaje, densidad poblacional y
estilo de vida influyen en la demanda de usuarios en el transporte publico. Del mismo
modo, los cambios en las preferencias culturales y sociales, como una mayor
conciencia ambiental y la busqueda de modos de transporte mas sostenibles, pueden
impulsar el uso del transporte publico.

e Tecnoldgico: Las innovaciones tecnoldgicas como aplicaciones mdviles para rastrear
horarios y planificar rutas pueden impactar en la demanda de usuarios en el transporte
publico. La disponibilidad de informacion en tiempo real y opciones tecnolégicas para
el pago de tarifas pueden hacer que el transporte pablico sea mas atractivo para ciertos
grupos de usuarios.

e Ambiental: Las preocupaciones ambientales y la busqueda de modos de transporte mas
ecoldgicos pueden aumentar la demanda de usuarios en el transporte publico. La
creciente conciencia sobre la reduccion de la huella de carbono y la promocion de
modos de transporte sostenibles pueden impulsar el uso del transporte pablico como
una alternativa mas amigable con el medio ambiente.

e Legal: Regulaciones sobre accesibilidad, seguridad, tarifas y derechos de los pasajeros
también afectan la demanda de usuarios en el transporte publico. Cambios en las leyes
y regulaciones que afectan la calidad del servicio, las tarifas y la comodidad pueden
influir en la eleccion de transporte publico.

Llegados a este punto es oportuno precisar que, en caso de no tomar medidas
correctivas es probable que se presenten diferentes comportamientos o tendencias que tengan un
impacto negativo en la movilidad y la calidad del servicio prestado. Uno de los comportamientos

que se esta presentando y se puede agravar con el paso del tiempo, es el aumento de las
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congestiones, esto se puede entender como buses que inician y/o finalizan un viaje con
sobrecupo de usuarios, lo cual se deriva en ciclos de viajes mas largos, tiempos de espera
prolongados y una disminucion en la confiabilidad del transporte publico de la ciudad. En cuanto
a términos de ineficiencia operativa se puede encontrar una tendencia creciente asociada con la
asignacion inadecuada de los recursos, el impacto ambiental y la pérdida de competitividad del
sistema frente a otras alternativas de movilidad.

Otro factor importante a considerar es la percepcién del usuario, la cual como se ha
visto desde la implementacién del SITP ha mostrado ser variada dependiendo de las necesidades
de la poblacién, no obstante, se ha podido evidenciar una marcada calidad de experiencia de
usuario disminuida, lo cual da cuenta de la insatisfaccion de los ciudadanos y a su vez permite
identificar otro gran grupo de variables a contemplar tales como: la inseguridad en sistema, el
desaseo de los buses, la evasion y elusion en el pago del pasaje, entre otras.

Como consecuencia de lo anteriormente expuesto es que se plantea el objeto de estudio
de este proyecto, el cual se enfoca principalmente en llevar a cabo una prueba piloto para la ruta
propuesta, en la que una red neuronal pueda predecir la demanda de pasajeros en diferentes
horarios. Lo anterior podria ayudar a ajustar la oferta de transporte de manera mas precisa, para
asi poder gestionar eficazmente las fluctuaciones en la demanda para garantizar un transporte
publico mas eficiente y sostenible.

Este proyecto de investigacion presenta una solucion prometedora, y es que al utilizar
redes neuronales y técnicas de inteligencia artificial, las cuales tienen “la capacidad de aprender
de datos histéricos y adaptarse a las fluctuaciones” en la demanda (Torres, Hernandez y Pedraza,
2011, p. 91), se puede abordar la complejidad de los patrones de uso del transporte publico en
una ciudad en constante evolucién como lo es Bogota. Adicionalmente, esta solucion propuesta
implica la recopilacion y el analisis de datos historicos detallados, incluyendo informacion sobre
horarios, dias de la semana, eventos especiales y condiciones climaticas, los cuales se utilizaran
para entrenar y ajustar el modelo para que esté en condiciones de generar prondsticos precisos en
diferentes momentos y situaciones.

El implementar esta medida, podria tener beneficios asociados con la calidad de la
experiencia de viaje de los usuarios, haciendo gque los tiempos de espera puedan ser mas

predecibles, y la reducir la sobrecarga en los vehiculos del sistema para que los usuarios puedan
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planificar sus desplazamientos de manera mas eficiente, lo que impactara positivamente en la
satisfaccion de la prestacion del servicio. Ademas, la operacion se beneficiara de una
distribucion mas eficiente de recursos, lo que puede resultar en reduccion de costos y una
utilizacion mas efectiva de los recursos disponibles contribuyendo a la sostenibilidad financiera y
operativa de la ruta.

En Gltima instancia, y no menos importante, la confiabilidad del sistema de transporte
publico aumentaria considerablemente, lo que podria atraer a mas usuarios y tener una mayor
aceptacion del transporte publico zonal como una opcién de movilidad preferida en la ciudad,
asimismo esto podria tener beneficios adicionales en términos de reduccion de la congestion del

trafico y la disminucion de la huella de carbono en la ciudad.

1.2 Planteamiento del problema.

La eficiencia y la calidad de los servicios de transporte publico son fundamentales para
satisfacer las necesidades de movilidad de una ciudad en constante crecimiento como Bogota. La
ruta seleccionada como objeto de andlisis desempefia un papel crucial al interconectar diferentes
zonas de la ciudad y al ser una de las que registra mayor cantidad de pasajeros movilizados por
kilbmetro recorrido; sin embargo, se enfrenta a desafios operativos relacionados con la
prediccion precisa de la demanda. La falta de estimaciones exactas de la demanda durante el dia
ha llevado a situaciones de congestion, tiempos de espera impredecibles y una experiencia
insatisfactoria para los usuarios.

El problema central radica en la incapacidad de prever con precision los patrones de
demanda en la ruta, lo que ha resultado en una asignacion ineficiente de recursos, sobrecarga en
vehiculos y una experiencia de viaje poco Optima para los usuarios. “Los enfoques tradicionales
de prediccion de demanda han demostrado limitaciones en la captura de patrones” (Ackermann 'y
Sellitto, 2022, p. 83) complejos y variabilidad en los datos, lo que resalta la necesidad de una
metodologia més avanzada y adaptativa.

El tipo de estudio en este proyecto de investigacion es correlacional, ya que busca
establecer relaciones entre variables, en este caso, las variables relacionadas con la demanda de
usuarios en la ruta y las variables que pueden influir en ella, como horarios, dias de la semana,

eventos especiales y condiciones climaticas. La correlacion se explorara mediante la
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implementacion de modelos de redes neuronales que analizaran la relacion entre estas variables
para generar predicciones precisas de la demanda(Garcia, 2019, p. 7). Ademas, se investigara si
existen patrones de comportamiento que se pueden establecer a partir de datos histéricos (Gorbea
y Batista, 2018, p. 9) y como estos patrones pueden ser utilizados para mejorar la calidad del
servicio de transporte publico.

El sistema de transporte publico en Bogota se enfrenta a desafios considerables en
términos de eficiencia, calidad de servicio y satisfaccion del usuario, dada la creciente poblacion
de la ciudad y la complejidad de sus desplazamientos diarios hacen que la operacion de este
sistema sea esencial para garantizar la movilidad sostenible y el bienestar de sus habitantes.

Tal como lo exponen los autores Alexei Gomez y Gabriel Sanchez, “la demanda de
usuarios en el transporte publico es una variable dindmica y multifacética” que varia en funcion
de una serie de factores (Gomez y Sanchez, 2016, p. 164), como los horarios laborales, los
eventos especiales, las condiciones climaticas y las estaciones del afio. Esta variabilidad puede
generar situaciones de congestion en los vehiculos, tiempos de espera impredecibles y una
experiencia general del usuario insatisfactoria.

Los métodos tradicionales para prever la demanda en el transporte publico en Bogota
han demostrado ser insuficientes para abordar la complejidad de los patrones de uso en la ruta,
estos métodos se basan principalmente en andlisis estadisticos (Posada y Gonzélez, 2010, p. 108)
que no pueden capturar de manera efectiva la variabilidad en los datos historicos y las
condiciones cambiantes que afectan la demanda. Ademas, no toman en cuenta la interconexion
de multiples factores que influyen en la cantidad de pasajeros que utilizan el servicio, como
resultado de esto se generan una serie de problemas que afectan tanto a los operadores del
sistema como a los usuarios finales.

Por un lado, la asignacién de vehiculos y personal se vuelve ineficiente, con vehiculos
que a menudo estan sobrecargados en ciertos momentos y subutilizados en otros, lo cual conduce
a una utilizacion ineficiente de recursos y a costos operativos innecesarios. Por otro lado, los
usuarios enfrentan tiempos de espera prolongados y a menudo imprecisos en las paradas, lo que
resulta en una experiencia de viaje incomoda y poco confiable. La sobrecarga en los vehiculos
también contribuye a un ambiente de viaje congestionado y poco agradable, ademas, los usuarios

que no pueden abordar los vehiculos debido a la sobrecarga enfrentan retrasos y descontento.
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En este contexto, la planificacion y gestion efectiva del transporte publico (Gomez,
2020, p. 7) en las ciudades contemporaneas es un desafio constante que demanda la aplicacion de
enfoques innovadores y tecnologias avanzadas. La demanda de usuarios en el transporte pablico
es una variable dinamica que puede ser influenciada por una multitud de factores, como horarios
laborales, eventos especiales, condiciones climaticas y variaciones estacionales. Estas
variaciones pueden resultar en situaciones de congestion, falta de capacidad en vehiculos y
disminucion de la calidad del servicio. Por lo que una prediccidn precisa de la demanda se
convierte, en un recurso invaluable para la planificacion y toma de decisiones informadas en el
ambito del transporte publico.

El caso de estudio de esta investigacion se centra especificamente en la ruta T11 del
SITP en Bogota, la pregunta de investigacion que guia este proyecto se formula como: "¢ Cémo
se puede mejorar la prediccion de la demanda de usuarios en la ruta T11 del SITP en Bogota
mediante la implementacion de redes neuronales y técnicas de inteligencia artificial?" Este
argumento representa el punto de partida para un analisis correlacional a través de la exploracion
de metodologias y enfoques basados en redes neuronales, que busca evaluar el impacto de una

aproximacion mas precisa y adaptativa a la variabilidad de la demanda, en la calidad del servicio.

2. OBJETIVOS.
2.1 Objetivo general.
Proponer un modelo de predicciéon de demanda de pasajeros para la ruta T11 del SITP
en Bogota, mediante redes neuronales con el propdsito de incrementar significativamente la
precision en la estimacion de la demanda y, derivado de esto, mejorar la planificacion y

operacion eficiente de esta ruta del sistema de transporte publico.

2.2 Objetivos especificos.
e Analizar datos historicos y en tiempo real de la ruta, incluyendo variables relevantes
como franjas horarias, tipos de dia, contingencias, condiciones climéticas y viales.
o Identificar patrones de demanda en los datos recopilados, destacando picos y valles en

la utilizacion de la ruta y detectando tendencias a lo largo del tiempo.
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e Seleccionar un modelo de red neuronal adecuado para la prediccién de la demanda de
usuarios en el transporte publico.

e Evaluar el impacto de la implementacion del modelo en la operacion y la planificacién
de la ruta, considerando aspectos como: asignacion de recursos, la satisfaccion de los
usuarios y eficiencia operativa del sistema.

e Proponer recomendaciones basadas en los resultados obtenidos, destacando como la
implementacion de la prediccion de demanda mediante redes neuronales puede

mejorar la toma de decisiones y la planificacion operativa.

3. JUSTIFICACION.

La adopcion de tecnologias avanzadas, como redes neuronales, permite abordar la
complejidad inherente a la prediccion de la demanda de usuarios en el transporte publico, estas
redes, inspiradas en el funcionamiento del cerebro humano, tienen la capacidad de aprender de
patrones y datos histéricos, adaptdndose a las fluctuaciones y cambios en el entorno (Torres,
Hernandez y Pedraza, 2011, p. 91). Al implementar esta tecnologia a la problematica de la ruta
T11 se busca superar las limitaciones de los enfoques tradicionales y lograr prondsticos mas
confiables y eficientes.

En esta instancia, el presente proyecto de investigacion aspira a contribuir al
mejoramiento de la operacion del sistema de transporte publico en Bogota, primeramente y a
modo de caso de estudio en la ruta, los resultados de la prediccion precisa de la demanda en la
ruta pueden conducir a una distribucién mas eficiente de recursos, y también a una experiencia
de viaje mas satisfactoria para los usuarios. Ademas, as lecciones aprendidas pueden sentar las
bases para la aplicacion de enfoques similares en otras rutas y sistemas de transporte publico en
la ciudad.

En un panorama en constante evolucién, donde la innovacion tecnolégica y la
optimizacion de procesos son esenciales, este proyecto representa un paso importante hacia la
transformacion, automatizacion y mejora del transporte publico en Bogota. Adicionalmente esta
ruta transita por vias arteriales que conectan diversas zonas de la ciudad, y su operacion eficiente
es esencial para el funcionamiento del sistema de transporte publico en su conjunto. Dado que las

metodologias tradicionales de prediccién han demostrado limitaciones en la captura de patrones
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de demanda complejos (Gomez y Sanchez, 2016, p. 166), la conveniencia de este proyecto radica
en su capacidad para abordar esta problematica y mejorar significativamente la calidad del
servicio ofrecido a los usuarios. Asimismo, este tiene una alta relevancia social ya que beneficia
directamente a la poblacion de Bogota que utiliza el transporte publico a diario, permitiendo una
experiencia de viaje mas comoda y predecible para los usuarios, reduciendo la congestion en los
vehiculos, minimizando los tiempos de espera y aumentando la confiabilidad del sistema. Esto
no solo mejora la calidad de vida de los ciudadanos, sino que también puede fomentar una mayor
adopcion del transporte publico, lo que a su vez puede contribuir a la reduccién de la congestion
del tréfico y la contaminacion ambiental en la ciudad.

No obstante son muchos los beneficios aqui expuestos, es claro que el proyecto tiene
implicaciones practicas directas en la operacion y gestion del transporte publico, asignando mas
eficientemente los recursos, incluyendo vehiculos y personal, lo que facilmente se traduce en
ahorros de costos y una utilizacion més efectiva de los recursos disponibles, beneficiando tanto a
los operadores del sistema como a los usuarios. Ademas, la capacidad de planificacién mejorada
resultante de predicciones mas precisas puede optimizar la toma de decisiones en tiempo real y
mejorar la capacidad de respuesta ante cambios en las condiciones operativas.

Ahora bien, este proyecto contribuira al avance de la investigacion en el campo del uso
de Deep learning y machine learning para la mejora del transporte publico, especificamente en el
contexto de redes neuronales y técnicas de inteligencia artificial (Yiu, 2019). La aplicacion
exitosa de estas metodologias en la ruta podria servir como un modelo para futuras
investigaciones y proyectos en Bogota y en otras ciudades con sistemas de transporte similares,
lo que enriquecera el conocimiento teorico y la comprension de como las redes neuronales
pueden ser utilizadas de manera efectiva en situaciones de prediccion de demanda en el
transporte pablico.

Como aporte metodoldgico podria decirse que este proyecto puede servir como un
enfoque innovador que puede ser adaptado y replicado en otras rutas y sistemas de transporte
publico. La metodologia aqui propuesta puede servir para optimizar los procesos y asi mejorar la
eficiencia operativa del transporte publico y puede ser aplicada en el campo del transporte, la

planificacion urbana y el analisis de datos.
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Por Gltimo es preciso mencionar que, el campo de investigacion del presente proyecto
investigativo corresponde al de “Ciencia, Tecnologia e Innovacion” y se enmarca en el grupo de
"Tecnologia ONTARE", cuyo énfasis se puede asociar al desarrollo y aplicacion de soluciones
tecnoldgicas avanzadas para la optimizacion de procesos en diversos sectores, en este caso en el
sector de transporte urbano. De acuerdo con el objeto de la investigacion la linea de
investigacion institucional de "Optimizacion de Procesos™, es la que mejor se adecua al proyecto
ya gue este se relaciona con la implementacion de tecnologias y/o metodologias de vanguardia
para mejorar la eficiencia y la calidad en la prestacion del servicio.

Concluyendo asi que, este proyecto de investigacion se basa en su conveniencia para
abordar un problema critico en el transporte publico de Bogota, su alta relevancia social para
mejorar la calidad de vida de los usuarios, sus implicaciones practicas para la operacion eficiente
del sistema, su valor tedrico para avanzar en el campo de la prediccion de demanda y su utilidad
metodoldgica para futuros proyectos y aplicaciones en el &mbito del transporte urbano. La
combinacidn de estos factores hace que este proyecto sea de gran importancia y pertinencia en el

contexto de la ciudad.

4. MARCO TEORICO.
4.1 Estado del arte.

En el articulo escrito por el autor Mauricio Fernandez en el que hace una revision de la
implementacion del SITP relata la transicion del transporte urbano convencional (Fernandez,
2018, p 53) popularmente conocido como Transporte Publico Colectivo, que tuvo sus inicios en
los 60’s y que movilizaba aproximadamente 1°629.254 usuarios al dia (Historia de TransMilenio,
2013). No obstante y tal como lo expone Fernandez, a finales del siglo XX el crecimiento
exponencial de la poblacion bogotana, el estilo de vida cambiante, las politicas publicas
ambientalmente responsables y la necesidad de transformar el modelo de transporte que no tenia
un control por parte del Gobierno Distrital (Fernandez, 2018, p 75), dio pauta para el inicio de la
estructuracion de lo que actualmente se conoce como SITP (Historia de TransMilenio, 2013).

La planificacidn y gestion del transporte publico en areas urbanas densamente
pobladas como lo es Bogota, supone un desafio latente que requiere soluciones innovadoras y

adaptativas las cuales permitan satisfacer las necesidades cambiantes de los usuarios. En este

11
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contexto, este proyecto de investigacion busca dar respuesta a una problematica que impacta la
eficiencia y la calidad del transporte publico en la ciudad: La falta o deficiente prevision de la
demanda en el Sistema Integrado de Transporte Publico. Las circunstancias de este problema
radican en la necesidad de anticipar y responder efectivamente a las fluctuaciones en la demanda
de usuarios en el transporte publico. Dado que las estimaciones inexactas de la demanda pueden
resultar en vehiculos con sobrecupo en ciertas franjas pico, 1o que esto impacta en la percepcion
del usuario y la operacién eficiente del sistema. Por otro lado, la falta de ocupacién de los buses
en momentos de baja demanda puede llevar a un uso ineficiente de recursos tales como
operadores y vehiculos.

En el pasado, los enfoques tradicionales para la prediccién de ciertos eventos se
basaban en analisis estadisticos y modelos simples que a menudo no lograban capturar la
complejidad de los patrones de uso. Tal como lo afirman Rodriguez y Dominguez, estos métodos
no tomaban en cuenta la variabilidad en los datos historicos y las condiciones cambiantes que
influyen en la demanda, como resultado, las predicciones eran inexactas y las decisiones de
programacion y asignacion de recursos carecian de precision (Rodriguez-Rueda y Turias, 2017,
p. 212).

Es en este contexto que las redes neuronales emergen como una solucion prometedora;
inspiradas en el funcionamiento del cerebro humano, las redes neuronales artificiales tienen la
capacidad de aprender de los datos historicos y adaptarse a las fluctuaciones en la demanda.
Estas redes, a través de su estructura interconectada de nodos, pueden identificar patrones
complejos y relaciones en los datos, lo que las convierte en herramientas potentes para la
prediccion de la demanda en el transporte publico (¢;Qué Es Una Red Neuronal Y cédmo
Funciona?, 2023). El uso de redes neuronales en la prediccion de la demanda de usuarios en el
transporte publico no es una idea nueva, pero su aplicacidn en contextos especificos como el
planteado en el presente proyecto de investigacion tiene un gran potencial para transformar la
eficiencia operativa y mejorar la experiencia del usuario. Investigaciones previas como la llevada
a cabo por Maria Garrido, han demostrado la eficacia de las redes neuronales en otras ciudades y
sistemas de transporte, donde han logrado mejoras significativas en la precision de las
predicciones (Garrido, 2016, p. 105). Sin embargo, como lo afirma Gonzalo Recio en su blog es

importante destacar que el éxito de la implementacion de redes neuronales depende en gran
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medida de la calidad de los datos disponibles y de la adecuacion de los modelos desarrollados
(Recio, s.1).

La falta de datos historicos detallados y la disponibilidad limitada de informacion en
tiempo real sobre la cantidad de pasajeros son desafios que deben abordarse para lograr
resultados confiables. Es por esto por lo que la prediccion de demanda en el transporte publico es
un campo multidisciplinario que combina elementos de la ciencia de datos, la estadistica, la
ingenieria de transporte y la inteligencia artificial (Ackermann y Sellitto, 2022, p. 90).
Tradicionalmente, se han utilizado modelos estadisticos, como series temporales y regresion,
para abordar este problema, sin embargo, estos enfoques a menudo no logran capturar la
complejidad de los patrones de demanda, especialmente en sistemas de transporte publico de
ciudades grandes y dinamicas como Bogota.

Aunado a esto se podria mencionar que una tendencia emergente en la prediccion de
demanda es la aplicacion de redes neuronales artificiales, inspiradas en el funcionamiento del
cerebro humanao, estas redes tienen la capacidad de aprender de datos histdricos y adaptarse a las
variaciones en la demanda (Torres, Hernandez y Pedraza, 2011, p. 95), lo que las hace ideales
para abordar la complejidad de los patrones de uso del transporte publico. La capacidad de
identificar patrones complejos en los datos y ajustarse a las condiciones cambiantes del entorno
hace que las redes neuronales sean herramientas valiosas en la prediccion de demanda. En
proyectos similares en otras ciudades del mundo, se ha demostrado que las redes neuronales
pueden generar predicciones mas precisas y adaptables en comparacién con los enfoques
estadisticos tradicionales (Garrido, 2016, p. 1-142).

Durante los altimos afios se han realizado varios estudios de casos y proyectos de
investigacion en diferentes ciudades para aplicar redes neuronales en la prediccion de demanda
en el transporte publico, estos proyectos han demostrado mejoras significativas en la precisién de
las predicciones y en la calidad de la planificacion operativa.

En el caso de estudio realizado por Angélica Salazar y Mauricio Cabrera, es posible
inferir que le modelo propuesto resulto ser una técnica altamente confiable para el prondstico y
factibilidad en la implementacion de este en la industria, lo que permitié una distribucion mas
eficiente de los servicios y una reduccion de la congestion en horarios pico (Salazar y Cabrera,

2007, p. 6 -12). Del mismo modo, en el estudio de Maria Concepcion Garrido se pudo concluir
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que las Redes Neuronales Artificiales pueden considerarse como una herramienta apropiada para
examinar la calidad del servicio en el transporte pablico en autobds, los resultados que se
obtuvieron fueron coherentes y concordaron con los hallazgos de otros estudios de calidad del
servicio en el transporte publico que emplearon enfoques distintos (Garrido, 2016, p. 1-142).

A pesar de los avances en otros lugares, la implementacion de redes neuronales para la
prediccion de demanda presenta desafios especificos como la presencia de eventos especiales en
Bogota que agrega capas adicionales de complejidad y que deben ser consideradas en el
desarrollo de las redes neuronales. Ademas, la demanda de pasajeros en Bogota puede ser
altamente variable debido a factores como el clima, eventos especiales y cambios estacionales,
esto hace que la prediccion precisa sea un desafio, ya que se requiere un sistema que pueda
adaptarse a estas variaciones.

La inversion en tecnologia y los recursos financieros es esencial para la
implementacion de un sistema de prediccion de demanda efectivo, garantizar el financiamiento
adecuado puede ser un desafio. En este aspecto se puede contemplar todo lo relacionado con la
regulacion pablica, y es que los proyectos de transporte publico a menudo estan sujetos a
regulaciones y politicas gubernamentales, por lo que asegurar que el proyecto cumpla con los
requisitos legales y regulatorios es un desafio importante por considerar.

Otro factor por contemplar es la complejidad de la ciudad misma, y es que Bogota es
una ciudad grande y densamente poblada lo que genera una gran cantidad de datos y desafios
logisticos para la implementacion de un sistema de prediccion de demanda. En la misma linea de
andlisis se pueden encontrar aspectos como: la forma en que se aborda la gestion del transporte
publico a traves de la prediccion de demanda puede requerir un cambio cultural tanto en las
instituciones como en la percepcion de los usuarios y también es importante educar al pablico
sobre la importancia de este tema y cdmo podria mejorar la experiencia de transporte publico.
Esto puede requerir camparfias de concienciacion y participacion ciudadana lo cual puede llevar
demasiado tiempo y esfuerzo.

Por ultimo, un factor de éxito del proyecto es poder garantizar la evaluacion continua,
dado que después de la implementacidn es crucial realizar una evaluacién del sistema para
garantizar su eficacia y realizar ajustes segun sea necesario. Todos estos desafios especificos

enmarcan la complejidad y la importancia de un proyecto de investigacion como el expuesto en
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este documento, por lo que abordar estos desafios de manera efectiva seré esencial para mejorar
la calidad del transporte publico en la ciudad.

Teniendo en cuenta la situacion mencionada anteriormente y el panorama de la ciudad
en cuanto a los aspectos importantes a contemplar, conviene destacar que un factor a favor de
este proyecto es el crecimiento exponencial de las tecnologias emergentes. Ya que ademas de las
redes neuronales, también se estan explorando tecnologias como el aprendizaje profundo o deep
learning, el uso de datos de movilidad generados por teléfonos maviles y sistemas de
posicionamiento global GPS, para mejorar ain mas la precision de la prediccion de demanda en
el transporte publico. A continuacion se resumen los aspectos mas importantes de las tecnologias
que pueden representar una contribucion en el desarrollo e implementacion del modelo:

e Aprendizaje Profundo (Deep Learning): Esta tecnologia es fundamental, ya que las
redes neuronales profundas permiten capturar patrones complejos y no lineales en los
datos de demanda. Los modelos de aprendizaje profundo, como las redes neuronales
convolucionales (CNN) y las redes neuronales recurrentes (RNN), son especialmente
utiles para el procesamiento de secuencias de datos temporales, como la demanda de
transporte pablico (Rde, Romay Bagén, 2019, p. 19).

e Computacion en la Nube: El almacenamiento y procesamiento de grandes cantidades
de datos requiere una infraestructura de computacion escalable. La tecnologia en la
nube proporciona recursos flexibles y escalables para la gestion de datos y el
entrenamiento de modelos de redes neuronales (Radziwill, 2020, p. 29 - 30).

o Internet de las Cosas (10T): Sensores y dispositivos 10T pueden recopilar datos en
tiempo real sobre la demanda de pasajeros, condiciones del tréfico y otros factores
relevantes para la prediccion de demanda. Estos datos en tiempo real pueden
enriquecer los modelos de prediccion (Radziwill, 2020, p. 37 -38).

¢ Big Data y Analisis de Datos Avanzados: El procesamiento y analisis de grandes
conjuntos de datos son esenciales. Herramientas y técnicas de big data, como Hadoop
y Spark, junto con algoritmos de analisis avanzado, pueden ayudar a extraer
informacion valiosa de los datos de movilidad (Medina La Plata, 2023, p. 8).

e Geolocalizacion y Sistemas de Informacion Geogréafica (SIG): La informacién

geoespacial es crucial para la prediccion de demanda en rutas de transporte publico.
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Las tecnologias de geolocalizacion y SIG permiten la representacion y anélisis

espacial de datos, lo que mejora la precision de las predicciones (ESRI, s.f.).

e Inteligencia Artificial Explicable (XAl): La capacidad de explicar y comprender como
los modelos de redes neuronales toman decisiones es fundamental para la confianza de
los usuarios y las autoridades. Estas tecnologias estan emergiendo para hacer que los
modelos de IA sean mas transparentes y comprensibles (Meseguer y Méntaras, 2017,
p. 17).

e Blockchain para la Seguridad de Datos: Para garantizar la integridad y la seguridad de
los datos de movilidad, especialmente en lo que respecta a la privacidad de los
usuarios, la tecnologia blockchain puede utilizarse para la gestion segura 'y la
trazabilidad de los datos (Guardefio, Vico y Encinas, 2019, p. 3).

e Aplicaciones Mdviles y Plataformas de Participacion Ciudadana: Las aplicaciones
moviles y las plataformas de participacion ciudadana pueden permitir a los usuarios
proporcionar informacion en tiempo real sobre su experiencia de viaje, lo que
enriquece los datos utilizados para la prediccion de demanda (Morales, 2019).

Por todo lo anteriormente mencionado es posible afirmar que la combinacién de estas
tecnologias puede potenciar la precision y la eficacia de los modelos de prediccién de demanda
para la ruta T11, lo que podria derivarse en una mejor calidad de servicio para los usuarios y una
gestion mas eficiente de los recursos. Aunado a esto, y teniendo como sustento los casos de éxito
referidos en acapites anteriores, se puede inferir que la implementacién de redes neuronales en
sistemas de transporte publico ha demostrado ser exitosa en la mejora de la calidad del servicio y
la satisfaccién del usuario, lo que sugiere que su aplicacion podria tener un impacto similar.

4.2 Panorama de teorias, modelos y marcos conceptuales.

El proyecto de investigacion centrado en la predicciéon de demanda mediante redes
neuronales para la ruta T11 del SITP se basa en un panorama teorico sélido y diversificado. A
continuacion se referencian algunas teorias, marcos, modelos y enfoques que proporcionaran las
bases necesarias para desarrollar un sistema de prediccion efectivo y adaptado a las condiciones
diversas de la ciudad.

4.2.1 Teorias.
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Teoria de Redes Neuronales: La teoria central que sustenta este proyecto se basa en las
redes neuronales artificiales, las cuales se inspiran en el funcionamiento del cerebro
humano y consisten en nodos interconectados que imitan la capacidad de aprendizaje y
adaptacion de las neuronas bioldgicas. La teoria de redes neuronales proporciona la
base para desarrollar modelos que pueden aprender de datos historicos y prever
patrones de demanda en la ruta seleccionada (Rle, Roma y Bagen, 2019, p. 20).
Teoria del Aprendizaje Automatico: El aprendizaje automatico es una rama de la
inteligencia artificial que se enfoca en el desarrollo de algoritmos que pueden aprender
de los datos y mejorar su rendimiento con la experiencia. Esta teoria es fundamental
para entrenar modelos de redes neuronales y ajustarlos continuamente a medida que se
recopilan datos en tiempo real (Rte, Romay Bagén, 2019, p. 87).

Teoria de Series Temporales: Dado que la demanda de usuarios en el transporte
publico a menudo exhibe patrones temporales, la teoria de series temporales es
relevante. Esta teoria se utiliza para comprender y modelar la variabilidad de la
demanda a lo largo del tiempo, lo que contribuye a la precision de las predicciones
(Garcia, 2016, p. 16).

4.2.2 Modelos.

Modelos de Redes Neuronales Artificiales: EI enfoque principal es la implementacién
de modelos de redes neuronales artificiales, que incluyen perceptrones multicapa,
redes recurrentes y redes neuronales convolucionales. Estos modelos se utilizan para
procesar datos historicos y generar prondsticos de demanda (Rue, Roma y Bagén,
2019, p. 45).

Aprendizaje Supervisado: La metodologia de aprendizaje supervisado se aplica para
entrenar los modelos de redes neuronales. Utiliza conjuntos de datos historicos que
incluyen informacion sobre la demanda real y otras variables relevantes, como el clima
y los eventos especiales, para que los modelos puedan aprender a hacer predicciones
precisas. (Rle, Roma y Bagén, 2019, p. 61).

Preprocesamiento de Datos: Se emplean técnicas de preprocesamiento de datos para

limpiar y transformar los conjuntos de datos en formatos adecuados para el
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entrenamiento de las redes neuronales. Esto incluye la normalizacion de datos, la
eliminacion de valores atipicos y la seleccion de caracteristicas relevantes (Rue, Roma
y Bagén, 2019, p. 30).

4.2.3 Estructuras.

e Pythony Bibliotecas de Aprendizaje Automatico: El proyecto se basa en el lenguaje
de programacion Python y utiliza bibliotecas especializadas como TensorFlow, Keras
y scikit-learn para la implementacion de modelos de redes neuronales y el desarrollo
de algoritmos de aprendizaje automatico (Mahey, 2020, p. 495).

¢ Sistemas de Gestidn de Datos: Para gestionar y analizar grandes conjuntos de datos
historicos y en tiempo real, se recurre a sistemas de gestion de datos robustos y
eficientes, como bases de datos relacionales y no relacionales (Salvendy, 2001, p.
115).

¢ Visualizacion de Datos: Herramientas de visualizacion de datos, como Matplotlib y
Seaborn, se utilizan para representar graficamente los resultados de las predicciones y
hacer que los hallazgos sean mas accesibles y comprensibles (Zhou, 2021, p. 17).

4.2.4 Enfoques de Validacion y Evaluacion

¢ Validacion Cruzada: Para evaluar la calidad de los modelos de redes neuronales, se
emplean técnicas de validacion cruzada, como k-fold cross-validation, que dividen los
datos en conjuntos de entrenamiento y prueba para medir el rendimiento y prevenir el
sobreajuste (Ruggeri, 2007, p. 1720).

e Meétricas de Evaluacion: Se utilizan métricas de evaluacion especificas, como el error
cuadratico medio (MSE), el error absoluto medio (MAE) y el coeficiente de
determinacion (R”"2), para cuantificar la precision de las predicciones (Ruggeri, Ron S
Faltin, 2007, p. 1060).

En conjunto, este panorama de teorias, modelos y marcos conceptuales proporciona
una base sélida para abordar el desafio de la prediccion de demanda que aqui se propone. La
combinacion de teorias avanzadas, enfoques metodologicos, herramientas técnicas y técnicas de
evaluacion contribuiré a desarrollar un sistema de prediccion de demanda efectivo y adaptado a

las necesidades de una ciudad dinamica como lo es Bogota.
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5. MARCO INSTITUCIONAL.

En el contexto de la creciente complejidad de las ciudades y las demandas de
movilidad en entornos urbanos, el transporte publico desempefia un papel critico en la vida
cotidiana de los ciudadanos. En particular, el SITP de Bogota, Colombia, es una parte esencial de
la infraestructura de transporte que atiende a una poblacion considerable, sin embargo, la
eficiencia y la calidad del servicio de transporte publico enfrentan desafios significativos debido
a la falta de precision en la estimacion de la demanda de pasajeros, esta falta de precision ha
llevado a ineficiencias operativas y a la insatisfaccién de los usuarios.

Este marco institucional se propone establecer las bases para una colaboracion efectiva
y una gestién coordinada que permita abordar estos desafios y mejorar la calidad del transporte
publico en Bogota. A continuacion, se presenta una descripcion detallada de este marco
institucional:

e Nombre de la Institucién: La entidad coordinadora de este proyecto es TRANSMILENIO
S.A., que es la autoridad encargada de regular los despachos del sistema de transporte
zonal en la ciudad.

e Ubicacion: TRANSMILENIO S.A. tiene su sede principal en Bogota, D.C., Colombia.

e Sector de la Economia (CHU - Clasificacién Industrial Internacional Uniforme): El
proyecto se encuentra dentro del sector de servicios, especificamente en el subsector del
transporte y la logistica.

¢ Nichos de Mercado: El nicho de mercado principal son los usuarios del transporte publico
que utilizan la ruta T11 del SITP en Bogota. Esto incluye a una amplia variedad de
residentes de la ciudad, trabajadores, estudiantes y otros ciudadanos que dependen del
sistema de transporte publico para sus desplazamientos diarios.

¢ Principales Productos y Procesos: El producto principal del proyecto es un sistema de
prediccion de demanda en tiempo real para la ruta T11 del SITP. Esto implica la
generacion de prondsticos de demanda precisos y actualizados que permitan a los
operadores del transporte publico tomar decisiones informadas sobre la asignacion de
recursos, como vehiculos y personal, para garantizar una operacion eficiente.

Los procesos clave incluyen la recopilacién de datos histéricos y en tiempo real, el

entrenamiento de modelos de redes neuronales, la implementacion de sistemas de
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prediccion en la operacion de la ruta, la evaluacion continua del rendimiento y la

retroalimentacion de los usuarios.

e Estructura Organizacional: La Secretaria Distrital de Movilidad es la entidad encargada
de regular el sistema de transporte en Bogota. Su estructura organizacional incluye
diferentes direcciones y areas dedicadas a la planificacion y regulacion del transporte
publico.

Como operador del SITP TRANSMILENIO S.A. es responsable de la operacion de la
ruta T11, y es una entidad clave en la implementacion del sistema de prediccion de demanda. Su
estructura organizacional comprende departamentos operativos, técnicos y de planificacion.
Adicionalmente existen diversas universidades locales, que podrian participar en el proyecto a
través de sus departamentos de investigacion y facultades de ingenieria y ciencias de la
computacion. Del mismo modo algunas empresas de tecnologia se pueden involucrar para con su
experiencia contribuir en andlisis de datos, inteligencia artificial y sistemas de informacion
geogréfica, estas empresas tienen departamentos especializados en desarrollo de software y
analisis de datos.

La estructura organizacional del proyecto también contempla la participacion ciudadana a
través de grupos de usuarios y encuestas que recopilan informacion sobre las necesidades y
expectativas de los usuarios del transporte publico. Adicionalmente se puede considerar incluir
colaboradores como el Ministerio de Transporte en la definicion de politicas y regulaciones
relacionadas con el proyecto, organizaciones gubernamentales o de desarrollo que en caso de
requerirse puedan proporcionar financiamiento para la investigacion y la implementacion del

sistema de prediccién de demanda.

6. METODOLOGIA.
6.1 Primer nivel.
6.1.1 Enfoque, alcance y disefio de la investigacion.
La naturaleza interdisciplinaria del problema planteado en este proyecto de investigacion
requiere comprension tanto de los aspectos cuantitativos, relacionados con datos numéricos y
estadisticas, como de los aspectos cualitativos, que involucran percepciones, comportamientos y

experiencias de los usuarios. Por tal motivo es posible afirmar que el enfoque de investigacion es
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mixto ya que combina métodos cuantitativos y cualitativos, asimismo se busca abordar de
manera integral la complejidad inherente a la prediccion de demanda de pasajeros a través de
redes neuronales.

Es asi como el componente cuantitativo de la investigacion se centrara en la recopilacion
y el anélisis de datos historicos de movilidad, incluyendo variables como la hora del dia, las
condiciones climaticas y los eventos especiales que podrian tener un impacto en la demanda,
estos datos serviran para entrenar y validar el modelo de red neuronal permitiendo asi la
construccidn de predicciones cuantitativas precisas (Ron S. Faltin, Ruggeri , 2007 , p. 1231).

Por otro lado, el componente cualitativo se enfocaré en la comprension de las
experiencias y las percepciones de los usuarios del transporte publico en la ruta T11
especificamente, para lo cual se tendra en cuenta la cantidad de PQR’s que han llegado a la
Subgerencia de Comunicaciones y Atencion al Usuario asociadas con demoras en el servicio o
poca frecuencia de buses, lo anterior dara cuenta de la percepcion del servicio, los factores que
estan afectando en sus decisiones de viaje y cualquier informacion adicional que resulte
relevante. Estos datos cualitativos proporcionaran una comprension mas profunda de los factores
humanos y contextuales que pueden no ser evidentes mediante el analisis puramente cuantitativo
(O ‘Sullivan, 2017, p. 18 - 19).

Por su parte el alcance de investigacion de este proyecto se enfoca en proporcionar una
solucion precisa y personalizada para mejorar la gestion de recursos y la calidad del servicio en
la ruta objeto de prueba. El proyecto abarcara la recopilacion y el analisis de datos histéricos de
mencionados anteriormente, mientras que la implementacion del modelo neuronal permitira
desarrollar predicciones cuantitativas de la demanda de pasajeros con alta precision ( Benbow,
2021, p. 29). Este alcance también considerara la validacion del modelo mediante la
comparacion de las predicciones con los datos reales del comportamiento de la ruta T11. El
objetivo principal es proporcionar una herramienta efectiva para tomar decisiones informadas y
mejorar la planificacion de recursos para la ruta, lo que a su vez beneficiara a los usuarios al
ofrecer un servicio mas eficiente y confiable.

El disefio de investigacion se fundamenta en la recopilacién y el analisis de datos
existentes sin intervenir ni modificar deliberadamente ninguna variable, con el proposito de

describir y comprender la situacion actual de la demanda de pasajeros en la ruta T11, y
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posteriormente, utilizar esta informacion para desarrollar el modelo neuronal. A continuacion se

detallan el disefio de investigacion propuesto para este proyecto:

Tabla 1

En primer lugar, el disefio no experimental se caracteriza por no involucrar la
manipulacion de variables independientes ni la aplicacion de tratamientos o
intervenciones controladas, en cambio, se basa en la recopilacién y el analisis de datos
observacionales existentes. En este proyecto, se recogeran datos histéricos de la demanda
de pasajeros, como registros de viajes, datos de uso de la ruta T11 y factores contextuales,
sin alterar las condiciones naturales del servicio de transporte publico.

En segundo lugar, el disefio transversal implica la recoleccion de datos en un solo
momento en el tiempo, permitiendo una instantanea de la situacion actual, en este
proyecto, se recopilaran datos actuales y pasados sobre la demanda de pasajeros en la ruta
T11. Esto proporcionara una vision general de la demanda en un momento especifico, lo
que es fundamental para la etapa descriptiva de la investigacion.

En tercer lugar, el disefio descriptivo tiene como objetivo principal describir y
caracterizar una situacién o fenémeno especifico, para efectos de este proyecto de
investigacion, se utilizara para analizar detalladamente la demanda de pasajeros en la
ruta, identificando patrones, tendencias y relaciones entre variables que puedan influir en

la demanda.

6.1.2 Definicion de variables.

A continuacion, se describen las variables clave a ser consideradas en este proyecto:

Definicién de variables.

Variable Definicidn conceptual Definicion operacional Dimensiones

Esta variable representa el Se define como el nimero de
nimero de personas que utilizan pasajeros que abordan un - Unidades de Medida:

la ruta en un periodo de tiempo autobus en la ruta T11 en un  Pasajeros por dia (ppd).

Demanda de especifico. La demanda puede periodo de tiempo especifico, - Calculo: Registrar el

pasajeros variar segun la hora del dia, el generalmente se mide en namero total de pasajeros

dia de la semana y otros factores, pasajeros por hora (pph) o que abordan la ruta en un
y es la variable central que se pasajeros por dia (ppd). Esta dia determinado.

busca predecir. variable es unidimensional y
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Variable Definicion conceptual Definicion operacional Dimensiones
cuantitativa.
La hora del dia se mide en
horas (24 horas), y se
La hora del dia es una variable considera como una variable - Unidades de Medida:
temporal esencial, ya que influye temporal. Se divide en 3 Hora (en formato de 24
significativamente en la demanda categorias, como “pico AM" horas).
i de pasajeros. Las horas picoy las  (5:00 a.m. - 8:00 a.m.), "pico - Célculo: Registrar la
Hora del dia .
horas no pico pueden mostrar PM" (5:00 p.m. - 7:00 p.m.), hora exacta en que se
patrones de demanda diferentes, y “valle” (las deméas horas realiza el conteo de
y se deben considerar para que no entran en las 2 pasajeros en cada intervalo
ajustar las predicciones. categorias mencionadas). de tiempo.
Esta variable es
unidimensional y cualitativa.
El dia de la semana también tiene El dia de la semana se mide ) . i
. i - Unidades de Medida: Dia
un impacto en la demanda. Los en 7 categorias: lunes,
o ) . ) de la semana.
i patrones de viaje suelen variar martes, miércoles, jueves, ] . i
Dia de |la i . ] ) - Célculo: Registrar el dia
entre los dias laborables y los viernes, sabado y domingo.
semana ] ) » de la semana en que se
fines de semana, lo que debe ser Es una variable categérica .
. . realiza el conteo de
capturado en el modelo de que captura la dimension ]
L o pasajeros.
prediccion. temporal y cualitativa.
- Unidades de Medida:
Variables climaticas (por
o o ejemplo, temperatura en
Las condiciones climaticas, )
) grados Celsius,
como la lluvia o el calor L
precipitacion en
o extremo, pueden afectar la o Lo .
Condiciones ] Las condiciones climéticas se  milimetros).
L demanda de pasajeros en el o ] ]
climaticas o . miden cuantitativamente. - Célculo: Registrar la
transporte publico. Esta variable
) ) ) temperatura y la
ayuda a considerar la influencia L .
] o precipitacion, asi como
del clima en la movilidad. o
otras condiciones
climaticas relevantes en el
momento del conteo.
Eventos Eventos como festivales, Esta variable se mide de - Unidades de Medida:
especiales y manifestaciones 0  eventos manera cualitativa y Tipo de dia festivo. Tipo
dias festivos deportivos  pueden  generar categorica, registrando la de evento (por ejemplo,
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L J LN J
LN LN
[ ] [ ]
LN ] LN J
o0 000
e o
Variable Definicion conceptual Definicion operacional Dimensiones
aumentos inesperados en la presencia 0 ausencia de concierto, desfile,
demanda. Por otro lado, los dias eventos especiales en un dia manifestacion).
festivos suelen mostrar patrones especifico. Puede ser binaria - Célculo: Registrar la
de demanda diferentes a los dias (0 para ausencia, 1 para fecha y el tipo de dia.
laborables normales. presencia). En el caso de los Registrar la fecha y el tipo
festivos, se indica si un dia es de evento especial.
festivo o no.
- Unidades de Medida:
o . NUmero de autobuses por
La oferta de servicio se mide .
o ] o ~ hora 'y capacidad de
La oferta de servicio, que incluye en términos de la frecuencia ] ;
] L pasajeros por autohus.
la frecuencia, la ampliacion de la de los autobuses y la . ]
Oferta de ) ) i - Célculo: Recopilar
o cobertura y la capacidad de los capacidad de los vehiculos. y
servicio » . informacion  sobre  la
autobuses en la ruta, también son  Estas variables son .
o frecuencia de los
aspectos clave. cuantitativas y )
o ) autobuses y la capacidad
unidimensionales. ]
de pasajeros de la ruta a
partir de datos recopilados.
L o - Unidades de Medida:
La ubicacion de paradas de la Las ubicaciones de las . ]
o ) . Latitud y longitud.
ruta, la proximidad a los destinos paradas se registran con . ]
y o - Calculo: Registrar las
L populares y las rutas de conexion coordenadas geogréficas o
Ubicacion de ) ) ) coordenadas  geogréficas
con otros medios de transporte (latitud y longitud). Las
las paradas o de las paradas y rutas de
pueden afectar la demanda en ubicaciones son

diferentes areas del trazado de la

ruta.

bidimensionales.

conexion de la ruta T11
mediante dispositivos de

geolocalizacion.

Demografia y

poblacion

Las caracteristicas demograficas
de las areas servidas por la ruta,
como la densidad de poblacion y
la composicion demogréfica,
también pueden influir en la

demanda de pasajeros.

Las caracteristicas

demograficas, como la
densidad de poblacion, se
de

kilémetro

miden en  términos

personas  por
cuadrado (habitantes/lkm?) o
porcentajes  de
de edad.

variables son cuantitativas y

diferentes

grupos Estas

unidimensionales.

- Unidades de Medida:
densidad de poblacion por
kilémetro cuadrado, edad
promedio.

- Célculo: Obtener datos
demograficos de fuentes
como el censo nacional y
registrar  los  valores
correspondientes para la

zona de estudio.
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Variable Definicion conceptual Definicion operacional Dimensiones

Las opiniones y experiencias de ] .
. . . - Unidades de Medida:
los usuarios en la ruta analizada Corresponde a la cantidad de

Opiniones 'y . ) N ) PQR’s /viaje realizado.
o proporcionan informacion PQR’s radicadas por los . .
experiencias o ] - Célculo: categorizar las

cualitativa que complementa los usuarios que capturan las
de los o ) o o PQR’s en temas como:
) datos cuantitativos y estan opiniones y experiencias de . .
usuarios comodidad, puntualidad y

relacionadas con las PQR’s estos. ]
) ) frecuencias.
radicadas por los usuarios.

Nota: Esta tabla contiene informacion relacionada con la definicién conceptual y operacional de las variables a
contemplar en el proyecto de investigacion.

6.1.3 Poblacion y Muestra.

Las caracteristicas de la poblacion objetivo son importantes para comprender y abordar
adecuadamente las necesidades de los usuarios. Principalmente la poblacion estd compuesta por
los usuarios del transporte publico que utilizan la ruta T11 en Bogota, esto incluye a personas de
diversas edades, géneros y trasfondos socioecondmicos que dependen del transporte publico para
sus desplazamientos diarios. Adicionalmente, se debe incluir a pasajeros frecuentes que utilizan
la ruta a diario como a aquellos que lo hacen ocasionalmente, la frecuencia de uso del servicio
puede variar significativamente entre los usuarios.

Otro aspecto importante son las opiniones y experiencias de los usuarios con respecto al
servicio de la ruta y son una parte importante de la poblacion objetivo, ya que estas percepciones
pueden influir en la eleccidn de transporte y en la satisfaccion general de los usuarios. Los
usuarios tienen necesidades y expectativas especificas en cuanto a la puntualidad, la comodidad,
la accesibilidad y otros aspectos del servicio.

Ahora bien, es oportuno mencionar que para efectos del desarrollo del proyecto se
contemplara una muestra de 728.960 usuarios/mes, esta cifra corresponde a la cantidad de
usuarios que se movilizaron en el sistema durante julio y septiembre de 2023 los cuales hacen
uso de la ruta en diferentes tipo dia y franjas horarias (TRANSMILENIO S.A., 2023). Para esta
poblacion se utilizard el método de muestreo probabilistico, especificamente el muestreo
aleatorio estratificado, que permite dividir la poblacion en subgrupos homogéneos o estratos y de
esta maneta tomar muestras aleatorias de cada estrato.

Este tipo de muestreo es eficiente y permite obtener resultados representativos con un

tamafo de muestra mas manejable, ademas al ser una poblacidn tan heterogénea y diversa en
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términos de caracteristicas demogréficas, ubicacion geogréfica, frecuencia de uso y otros
factores, el tener la poblacion dividida en estratos permite capturar esta diversidad y garantizar
que cada subgrupo esté adecuadamente representado en la muestra (Goble, 2010, p. 414). Otros
aspectos que se consideraron para elegir este muestreo fue la precision en la estimacion, la
eficiencia en la recopilacién de datos y la representatividad de la muestra, este Gltimo evita
sesgos y permite generalizar los resultados a toda la poblacion de usuarios de la ruta de manera
mMAs precisa.

Para precisar el tamafio de la muestra fue necesario identificar y definir los estratos
dentro de la poblacién, en este caso se tomaron divisiones de frecuencia de viaje, tipo dia, franja
horaria, dias laborables y fines de semana. Una vez definida la cantidad de estratos, se decidid
tomar el 80 % de las muestras para las franjas pico AMy PM vy el 20 % para el restante de las
franjas, esto se soporta en que durante estas franjas se concentra la mayor cantidad de
validaciones para la ruta, lo cual se traduce en un total de 728.960 usuarios. Como tercer aspecto,
fue necesario tener en cuenta la variabilidad entre los estratos, para asi asegurar que los estratos
con mayor variabilidad tienen un peso adecuado en la muestra final, por lo cual se defini6é una
desviacién estandar de 1 contemplando también el factor de rotacién de usuarios, que se define
como la cantidad de tiempo que un usuario permanece dentro del bus durante el recorrido de la

ruta.

6.2 Segundo nivel.

6.2.1 Seleccion de métodos o instrumentos para recoleccion de informacion.

El modelo seleccionado para recolectar la informacion mediante una arquitectura de red
neuronal artificial (RNA) secuencial, construida con la biblioteca TensorFlow y Keras en
Python, esta consiste en la creacion de tres capas densas, o conectadas por completo. La primera
capa tiene 64 neuronas con activacion ReLU o Unidad Lineal Rectificada, seguida por una capa
intermedia de 32 neuronas también con activacion ReL U, y finalmente, una capa de salida con
una sola neurona para predecir la demanda de pasajeros (TechEdu, 2023).

En la etapa de preprocesamiento de datos es necesario que antes de ingresar los datos al
modelo, se estandaricen las caracteristicas, esto se refiere a que las variables se escalan para que

tengan una media de 0 y una desviacion estandar de 1, este preprocesamiento ayuda a que la red
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neuronal trabaje de manera mas eficiente y a mejorar la convergencia del modelo (Wang, Yimin,
Q. P. Al-Hussein, 2018, p. 248). En este punto la parte fundamental es el entrenamiento y
evaluacion del modelo, el cual se entrena utilizando el algoritmo de descenso de gradiente
adaptativo Adam o Adaptive Moment Estimation (Big Data, 2021) y una funcion de pérdida de
error cuadratico medio MSE como funcion de pérdida. Se realiza también un entrenamiento
durante 50 épocas, con un tamafio de batch size o lote de 32, el modelo se evalla utilizando datos
de validacion y datos de prueba para medir su rendimiento.

Otro aspecto de gran relevancia es la eficiencia en la prediccion y esta relacionada
directamente con su capacidad para generalizar a partir de los datos de entrenamiento y adaptarse
a patrones cambiantes en la demanda de pasajeros. Ademas, la inclusion de capas ocultas y
activaciones ReL.U le permite aprender caracteristicas latentes y adaptarse a diferentes
condiciones, como cambios en las horas pico o eventos especiales que afecten la demanda.

Este modelo tiene varios componentes y elementos funcionales esenciales para su

operacion eficaz, los cuales se detallan a continuacion:

e Capas Neuronales: EI modelo consta de multiples capas neuronales que realizan
operaciones matematicas para aprender patrones a partir de los datos de entrada. En este
proyecto, se han utilizado capas densas o completamente conectadas para procesar la
informacion. (Salvendy, 2001, p.1779).

e Funciones de Activacién: Cada capa neuronal utiliza funciones de activacion,
como ReLU, para introducir no linealidad en el modelo y permitir la representacion de
relaciones complejas en los datos (TechEdu, 2023).

e Funcion de Pérdida: EI modelo utiliza una funcién de perdida de mean squared
error o error cuadratico medio, para medir la diferencia entre las predicciones del modelo y
los valores reales de demanda de pasajeros (Ruggeri, Ron S Faltin, 2007, p. 1060).

Los elementos funcionales del modelo inician con la carga de datos de entrenamiento y
prueba, que se dividen en caracteristicas (X) y variable objetivo (), posterior a esto se realiza el
preprocesamiento de datos, que incluye la normalizacidn de caracteristicas y la division del
conjunto de datos en entrenamiento y validacion. Luego se define la arquitectura de la red

neuronal utilizando la biblioteca TensorFlow y Keras, especificando las capas neuronales,
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funciones de activacion y la estructura de entrada y salida. En esta parte el modelo se compila

con un optimizador, para efectos del proyecto se utiliza 'adam’, y la funcion de pérdida. Luego,

se entrena utilizando datos de entrenamiento y durante el entrenamiento, el modelo ajusta sus

pesos para minimizar la pérdida. Una vez entrenado, el modelo se evalla utilizando datos de

prueba, y se calcula la pérdida en datos de prueba para evaluar su rendimiento. Por Gltimo, se

utilizan las caracteristicas de prueba para realizar predicciones de demanda de pasajeros.

Los componentes del modelo, como las capas neuronales y las funciones de activacion,

trabajan en conjunto para aprender patrones en los datos de entrenamiento. Durante el

entrenamiento, el modelo ajusta sus parametros para minimizar la pérdida, lo que implica

encontrar relaciones Optimas entre las caracteristicas y la variable objetivo. Una vez entrenado, el

modelo puede realizar predicciones precisas utilizando datos de prueba no vistos. EI modelo

finalmente proporciona resultados en forma de predicciones de demanda de pasajeros en la ruta

T11.

6.2.1 Técnicas de analisis de datos.

En el modelo neuronal de prediccion de demanda de usuarios para la ruta T11, se

requiere de instrumentos de recoleccion de datos, técnicas de andlisis de informacion y un

proceso de desarrollo y evaluacion del modelo. La siguiente tabla detalla cada uno de estos

aspectos:

Tabla 2
Técnicas de analisis de datos.

Instrumento de recoleccion

de datos Técnica de analisis de datos Descripcion
Analisis Exploratorio de Datos (EDA):  Recoleccibn de Datos: Se
Datos de Transacciones  Este andlisis implica la exploracion recopilan datos de madltiples
Electronicas: En el contexto inicial de los datos para identificar fuentes, como datos de

actual, se hace uso de tarjetas
electronicas para pagar el pasaje.
Estas tarjetas generan datos de
transacciones  que  incluyen
informacion sobre la hora, la

ubicacién y la frecuencia de uso.

patrones, tendencias y anomalias. Se

utilizan  herramientas  graficas 'y
estadisticas descriptivas para visualizar
y resumir los datos. Esto ayuda a
comprender la distribucion de la

demanda, la variabilidad temporal y

transacciones electrénicas,
sensores en vehiculos y datos
climaticos.  Estos datos  se
almacenan en una base de datos
centralizada para su posterior

procesamiento.

28

w wean

universidad



Instrumento de recoleccion

de datos

Técnica de analisis de datos

Descripcion

Estos datos son valiosos para
comprender los patrones de
demanda en diferentes momentos
del dia y en ubicaciones

especificas.

Sensores en Vehiculos: Los
SITP

Sensores que

vehiculos  del estan
equipados con
registran la cantidad de pasajeros
que abordan en cada parada.
Estos datos de los sensores se
utilizan para determinar la
capacidad y la ocupacién de los
vehiculos en diferentes tramos

del recorrido.

Datos Climaticos y de Eventos:
Los factores externos, como las

condiciones climaticas y los

eventos  especiales, pueden
influir en la demanda de
pasajeros.

Datos de Operacion  del

Transporte: Los datos operativos
del sistema de transporte publico
son esenciales para la prediccion
Esto

de demanda. incluye

informacion sobre la
programacion de rutas, horarios
de salida y llegada, cambios en el
variables

servicio 'y otras

geografica, y las relaciones entre las

variables.

Preprocesamiento de Datos: Antes de
utilizar los datos para entrenar el
modelo de prediccién, es necesario
realizar tareas de preprocesamiento.
Esto incluye la limpieza de datos para
eliminar valores atipicos o faltantes, la

normalizacién de caracteristicas.

Exploracién y Preprocesamiento:
Se realiza un andlisis exploratorio
de datos para comprender la
naturaleza de los datos y detectar
posibles problemas. Luego, se

preprocesan los datos, lo que
incluye la limpieza, normalizacion

y codificacion de variables.

Modelado de Prediccion: La técnica
central en la prediccion de demanda es
el modelado de redes neuronales. Se
ajustan  hiperpardmetros como el
nimero de capas, el tamafio de las
capas, las funciones de activacion y la
tasa de aprendizaje para optimizar el

modelo.

Modelado de

construye el

Predicciéon: Se
modelo de redes
neuronales utilizando TensorFlow
y Keras. Se seleccionan las
caracteristicas relevantes y se
divide el conjunto de datos en
entrenamiento,  validacion vy
prueba. EI modelo se entrena
utilizando datos de entrenamiento
y se ajustan hiperparametros para

obtener el mejor rendimiento.

Validacion y Evaluacion del Modelo:
Una vez que se ha entrenado el modelo,
se evalia su rendimiento utilizando
datos de validacion y prueba. Las
métricas de evaluacion, como el error
cuadratico medio (MSE) o el coeficiente
de determinacion (R2), se utilizan para
medir la precision del modelo en la
prediccion de la demanda. Se ajusta el
modelo

segin sea necesario para

mejorar su rendimiento.

Validacion y Evaluacion: Se
evalla el modelo utilizando datos
de validacion y prueba. Se calculan
métricas de evaluacion para medir
la precision del modelo en la
prediccion de la demanda. Se
realiza una validacion cruzada si es

necesario.

Optimizaciéon de Hiperparametros: La

optimizacion de hiperparametros

Optimizacion: Se optimizan los

hiperpardmetros y se ajusta el
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Instrumento de recoleccion

de datos

Técnica de analisis de datos

Descripcion

operativas que pueden afectar la

demanda.

implica encontrar la configuracién
Optima de los pardmetros del modelo
para lograr la mejor precision en la
prediccion. (Aghajan, Ramon Lo6pez-

Cozaro, 2010, p. 379).

modelo segln sea necesario para
mejorar la precision. Esto se hace
mediante técnicas como busqueda
en cuadricula o busqueda aleatoria

de hiperpardmetros.

Despliegue y monitoreo continuo: Una
vez que el modelo ha sido validado y
optimizado, se despliega en un entorno
de producciéon. Esto implica la
integracion del modelo en sistemas de
informacion en tiempo real que puedan
utilizar las predicciones para mejorar la
planificacién y la operacion del servicio

de transporte publico.

Despliegue 'y monitoreo: El
modelo se despliega en un entorno
de produccién, donde se utiliza
realizar

para predicciones en

tiempo real. Se establece un
sistema de monitoreo continuo
para supervisar su rendimiento y
realizar actualizaciones si es

necesario.

Nota: Esta tabla contiene el detalle de las técnicas de analisis de datos.

7. ANALISIS Y DISCUSION DE LOS RESULTADOS.

Los resultados obtenidos durante la evaluacion del proyecto de investigacion se

fundamentan en investigaciones académicas relevantes en el campo de la prediccion de sucesos

en el transporte publico. Siguiendo los principios establecidos por Chen y Song (Chen, Song,

2019, p. 25) sobre la importancia de la prediccion en la mejora de la eficiencia operativa, esta

w wean

universidad

investigacion se alinea con las recomendaciones de Ong y Thakuriah (Ong, Thakuriah, 2015, p.
87) en la aplicacion de redes neuronales para la mejora de la precision en la prediccion de la
demanda de pasajeros. Asimismo, la evaluacion del impacto de la implementacién del modelo se
basa en los hallazgos de Ma y Wang (Ma, Wang, 2014, p. 109), quienes exploraron la aplicacién
de algoritmos de una colonia de abejas artificiales en la prediccion de tiempos de llegada de
autobuses. Esta seccidn de analisis y discusion se adentra en la convergencia de estos enfoques,
destacando la pertinencia del modelo en el contexto de las mejores practicas y avances actuales
en la prediccién de la demanda en el transporte publico para el SITP en Bogota, para lo cual se
expondran los resultados obtenidos durante el proceso de simulacién dando respuesta a los

objetivos especificos propuestos en acapites anteriores.
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En primer lugar fue necesario recopilar la informacion necesaria relacionada con la
demanda de usuarios para la ruta T11 durante el mes de septiembre del afio 2023, asi como
también las PQR’s radicadas por los usuarios durante este periodo de tiempo. Lo anteriormente
descrito con el propdsito de evaluar los datos mas recientes disponibles, del mismo modo se
recopild informacion histérica desde el afio 2018 para el mismo mes, esto para poder afinar la
precision de la informacion con la cual se va a alimentar el modelo que se explicard mas

adelante. A continuacidn se presenta la informacion mencionada resumida en tablas de datos:
Tabla 3

Datos histéricos demanda de usuarios ruta T11.

Franja horaria

Periodo Dia de la semana Total demanda
Pico a.m. Pico p.m. Valle
Lunes 22.782 13.714 37.884 74.380
Martes 57.956 31.556 87.686 177.198
Miércoles 54.662 31.212 81.094 166.968
Septiembre 2018 Jueves 45.494 24.134 69.396 139.024
Viernes 35.962 19.916 57.160 113.038
Sébado 20.962 9.638 40.134 70.734
Domingo 6.432 6.250 19.422 32.104
Lunes 38.318 20.464 55.314 114.096
Martes 37.898 19.440 53.250 110.588
Miércoles 36.282 19.646 53.426 109.354
Septiembre 2019 Jueves 29.318 15.862 45,148 90.328
Viernes 36.924 18.522 53.892 109.338
Séabado 26.014 11.508 49.350 86.872
Domingo 8.360 8.672 24.322 41.354
Lunes 34.057 19.394 52.346 105.797
Martes 49.662 26.639 73.445 149.746
Miércoles 44.382 24.427 65.472 134.281
Septiembre 2020 Jueves 41.803 21.803 62.594 126.200
Viernes 41.011 22.092 63.533 126.636
Sébado 23.725 10.009 44.589 78.323
Domingo 7.091 7.198 21.767 36.056
Septiembre 2021 Lunes 22.782 13.714 37.884 74.380
Martes 57.956 31.556 87.686 177.198
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Franja horaria

Periodo Dia de la semana Total demanda
Pico a.m. Pico p.m. Valle
Miércoles 54.662 31.212 81.094 166.968
Jueves 45.494 23.314 69.396 138.204
Viernes 35.962 19.916 57.160 113.038
Sébado 20.962 9.638 40.134 70.734
Domingo 6.432 6.250 19.422 32.104
Lunes 38.302 20.914 57.362 116.578
Martes 39.596 21.886 59.190 120.672
Miércoles 38.716 20.338 56.970 116.024
Septiembre 2022 Jueves 40.384 21.712 60.310 122.406
Viernes 48.188 26.404 75.798 150.390
Séabado 27.622 11.590 52.662 91.874
Domingo 6.594 7.174 19.612 33.380
Lunes 41.086 23.554 61.792 126.432
Martes 51.434 26.476 73.458 151.368
Miércoles 39.768 21.732 58.352 119.852
Septiembre 2023 Jueves 39.532 20.382 58.076 117.990
Viernes 38.884 19.956 57.640 116.480
Sébado 22.590 8.800 40.970 72.360
Domingo 8.246 8.170 26.268 42.684

Nota: Esta tabla contiene el detalle de la demanda de usuarios en la ruta T11 por franja horaria y dia de la semana.

El anélisis detallado de los patrones de demanda evidenciados en la tabla anterior revela
una serie de tendencias distintivas que inciden en la utilizacion de la ruta a lo largo del tiempo.
Como primer hallazgo se encontré que los dias laborables presentan patrones de demanda
recurrentes, con dos picos significativos durante las horas pico de la mafiana y la tarde, estos
momentos estan estrechamente relacionados con los desplazamientos diarios de los trabajadores
y los estudiantes, generando una demanda mas alta en los horarios de entrada y salida de labores.
Por otro lado, los fines de semana exhiben una distribucion més uniforme de la demanda a lo
largo del dia, con menor énfasis en las horas pico.

En lo que respecta a los picos de demanda, fue posible determinar que estos suelen estar
vinculados a eventos especificos, ya sean festividades locales, eventos culturales, y actividades
recreativas que pudieron generar aumentos inesperados en la demanda. Ademas, eventos
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deportivos y conciertos generaron una afluencia masiva de pasajeros, especialmente antes y
después de dichos eventos. Contrario a esto, el comportamiento es adverso en dias festivos,
periodos vacacionales significativos o condiciones climaticas complejas, ya que durante estas
eventualidades la demanda tiende a disminuir, y en periodos vacacionales, se experimenta una
disminucion mas prolongada. Ademas, condiciones climéticas complejas, como lluvias fuertes,
reducen la movilidad y generan valles en la demanda durante ciertos periodos del afio.

Por su parte, el analisis a lo largo del tiempo revela comportamientos interesantes, en lo
que respecta al crecimiento poblacional y los cambios en la infraestructura urbana es claro que
contribuyeron a un aumento gradual en la demanda. Por otro lado, las modificaciones en las rutas
de transporte publico, la introduccidn de nuevas alternativas de movilidad, o cambios en las
preferencias de los usuarios pudieron resultar en fluctuaciones y tendencias descendentes.

Un eventos excepcional como la pandemia de COVID-19, mostré un impacto
significativo en la demanda, los confinamientos y restricciones de movilidad generaron una
disminucion dréstica en la demanda diaria, evidenciando la sensibilidad de la utilizacion de la
ruta a factores externos. En definitiva, en el contexto preliminar la identificacion de estos
patrones de demanda, picos y valles, asi como la deteccion de tendencias a lo largo del tiempo,
permite una comprension holistica del comportamiento de la ruta. Este analisis es fundamental
para el desarrollo de modelos de prediccion precisos y estrategias efectivas de gestion del
transporte pablico en la ciudad; la capacidad de anticipar estas variaciones permite una
planificacién mas eficiente y una respuesta proactiva a las necesidades cambiantes de los
usuarios.

Dada la imperativa necesidad del caso de estudio, se propone un modelo de red neuronal
para la prediccion de la demanda de pasajeros utilizando TensorFlow y Keras. En este punto
conviene precisar que TensorFlow es una biblioteca de codigo abierto que permite realizar
operaciones matematicas de manera eficiente, especialmente en tareas relacionadas con el Deep
Learning y con frecuencia se utiliza para entrenar modelos de redes neuronales (Abadi, Agarwal,
Barham, Brevdo, Chen, (...) & Zheng, 2016); mientras que Keras es una interfaz que se ejecuta
sobre TensorFlow y proporciona una forma mas facil y rapida de construir, entrenar y evaluar
modelos de Deep Learning (Chollet, 2015).
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En cuanto al desarrollo del cddigo a continuacion se detalla cual fue el procedimiento
para construir el modelo. Como primer paso se deben importar las bibliotecas necesarias, como
NumPy para operaciones numeéricas, Pandas para manejar datos tabulares, TensorFlow y Keras
para construir y entrenar la red neuronal, y herramientas de preprocesamiento de datos. Luego,
en la carga de datos se cargan los conjuntos de datos de entrenamiento y prueba desde archivos
CSV utilizando Pandas. En el siguiente paso de preprocesamiento de datos, se separan las
caracteristicas (" X") y la variable objetivo ('y"), posterior a esto se divide el conjunto de
entrenamiento en conjuntos de entrenamiento y validacion, y finalmente se normalizan las
caracteristicas utilizando “StandardScaler”. En el siguiente paso que es la definicion del modelo
de red neuronal, se define un modelo secuencial de Keras con tres capas densas las cuales deben
estar totalmente conectadas y cumplen con las siguientes caracteristicas:

- La primera capa tiene 64 nodos, funcion de activacion ReLU y la forma de entrada

correspondiente al nimero de caracteristicas en los datos.

- La segunda capa tiene 32 nodos con activacion ReLU.

- La capa de salida tiene 1 nodo para la prediccion.

En la compilacion del modelo se compila el modelo especificando el optimizador
“Adam” y la funcion de pérdida “mean_squared_error”. Seguido de esto se entrena el modelo
utilizando los datos de entrenamiento escalados y se especifica el nimero de épocas o periodos,
el tamafio del lote (1°000.000) y se utiliza el conjunto de validacion durante el entrenamiento
para evaluar el rendimiento. Por dltimo se evalUa el rendimiento del modelo utilizando los datos
de prueba escalados, se imprime la pérdida del modelo en los datos de prueba, se realizan
predicciones en los datos de prueba escalados y se guarda el modelo entrenado en un archivo
HDF5.

Luego de ejecutar el cddigo expuesto anteriormente, se obtuvo una proyeccién de
usuarios para septiembre de 2024 en donde se pudo evidenciar que el modelo predice en un 95 %

la ocurrencia de los eventos descritos en apartados anteriores.
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Tabla 4
Datos de la proyeccion de demanda de usuarios ruta T11.
Periodo Dia de la semana Franja horaria Total demanda
Pico a.m. Pico p.m. Valle
Lunes 34.057 19.394 52.346 105.797
Martes 49.662 26.639 73.445 149.746
Miércoles 44.382 24.427 65.472 134.281
Septiembre 2024 Jueves 41.803 21.803 62.594 126.200
Viernes 41.011 22.092 63.533 126.636
Sébado 23.725 10.009 44.589 78.323
Domingo 7.091 7.198 21.767 36.056

Nota: Esta tabla contiene el detalle de la demanda de usuarios en la ruta T11 por franja horaria y dia de la semana
para septiembre de 2024.

Dados los resultados proyectados se pudo evidenciar también un crecimiento de la
demanda del 1,32 % que se puede percibir en 9.873 usuarios potenciales mas que podrian
acceder al servicio, esta proyeccion da cuenta de la necesidad de los usuarios por el servicio
prestado por la ruta, adicionalmente, se evidencia que los incrementos en la cantidad de usuarios
seran para la franja horaria valle y en un 1,93 % en la franja pico p.m. lo cual representa un reto

en la adecuada utilizacion y programacion de recursos durante estas franjas horarias.

Gréfica 1
Datos de la demanda de usuarios ruta T11.
Demanda por dia de la semana
[ FranjahorariaPicoam. [ | Picopm. [] Valle
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Nota: Esta grafica contiene el comportamiento de la demanda de usuarios en la ruta T11 por franja horaria.
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Los resultados representados en el boxplot anterior, muestran que el martes y miércoles
son los dias con mayor participacion mientras que el viernes y jueves muestran una
concentracion de usuarios inferior. Adicionalmente es claro que la media de los datos se ubica en
el caso de la franja pico a.m. en las 38.310 validaciones, en la pico p.m. el valor corresponde a
20.147 y en valle se registran 57.160 visualmente es posible decir que la mediana se encuentra en
la mayoria de los casos por debajo o por encima de la media lo que indica que los datos son
asimétricos. En el caso del rango intercuartilico, se evidencia que dias como lunes, martes y
miércoles presentan la mayor dispersion y variabilidad de los datos registrando valores por
encima de las 20.000 validaciones de usuario. Por su parte los bigotes muestran que de manera
general los datos atipicos son pocos y corresponden al 2,5 % del total de datos que se
desestimaron en el modelo de red neuronal, sin embargo para efectos del analisis preliminar se
conservaron.

De manera general se percibe un déficit de recursos que imposibilitan que periodo tras
periodo se puede cubrir en su totalidad la demanda de usuarios, exceptuando el caso del afio
2019 dado que por causa de la pandemia se presento una sobre oferta de plazas. Para septiembre
de 2024 se proyecta que la oferta de plazas sea de 23.000 sillas con un incremento del 3,13 %
comparado con el periodo anterior, esto representa una inversion en recursos ya sean en

programacion, recurso humano o vehiculos considerable para la situacion actual del sistema.

Gréfica 2
Datos de la oferta y demanda de usuarios ruta T11.
Oferta Vs Demanda
800.000
750000
700000
650000
600.000
sep-18 sep-19 sep-20 sep-21 sep-22 sep-23 sep-24
demanda 773 446 661.930 757035 T72.626 751324 T747.166 757.039
oferta 760.000 725500 745 000 760.000 740.000 735.000 758.000

Nota: Esta grafica contiene el comportamiento de la oferta y demanda de usuarios en la ruta T11.
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Continuando con el andlisis estadistico de los resultados se consideraron medidas de
tendencia central como la media, medidas de dispersion como la desviacion estandar, correlacion
y algunas métricas de evaluacion adicionales como el Coeficiente de Correlacion de Pearson vy el

Coeficiente de Determinacion R?, obteniendo los siguientes resultados:

Tabla 5
Datos del anélisis estadistico de la demanda de usuarios para la ruta T11.
Métrica Valor Interpretacion
) La media de la demanda real representa el valor promedio de
Media de demanda real 289,73 . i
usuarios que abordan el autobus por hora.
) ) La media de la demanda predicha muestra el valor promedio
Media de demanda predicha 292,19 ) )
previsto por el modelo para la demanda de usuarios.
Desviacién estandar de demanda 11112 La desviacion estandar de la demanda real mide la variabilidad
real ' de la demanda real alrededor de la media.
Desviacién estandar de demanda 109.42 La desviacion estandar de la demanda predicha mide la
predicha ' variabilidad de las predicciones alrededor de la media.
o . El coeficiente de correlacion indica una fuerte correlacion
Coeficiente de correlacion 0,92 . ]
positiva entre la demanda real y la predicha.
) El MAE promedio sugiere una precision razonable, con
Error Absoluto Medio (MAE) 37,18

desviaciones de alrededor de 37 usuarios en promedio.

. ) El MSE indica variabilidad y algunos errores mas grandes en las
Error Cuadratico Medio (MSE) 2.035,63 o ) ) .
predicciones, siendo sensible a valores atipicos.

o L Un R2 de 0,83 sugiere que el modelo explica el 83% de la
Coeficiente de determinacion (R?) 0,83 o )
variabilidad en la demanda de usuarios.

Nota: Esta tabla contiene el detalle del analisis estadistico de la demanda de usuarios en la ruta T11.

El anélisis estadistico revela que el modelo tiene una capacidad razonable para seguir la
tendencia de la demanda real, esto soportado en la fuerte correlacion (0,92) y el alto Rz (0,83)
que indican una relacion significativa y una buena capacidad explicativa del modelo, aunque es
un valor sélido, queda espacio para mejorar y abordar la variabilidad restante. No obstante, la
presencia de variabilidades y errores méas grandes, evidenciados por el MSE y algunas
desviaciones en el MAE, resalta areas de mejora en el modelo en general.

De acuerdo con los resultados presentados en este apartado, se enmarca la importancia de

implementar un modelo como el aqui presentado, ya que no solo representa una mejora
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sustancial en la asignacion eficiente de recursos, sino que también impacta positivamente
diversos aspectos operativos y de servicio, al anticipar la demanda, se optimiza la planificacion
de flota, evitando la subutilizacién y la saturacion de vehiculos en momentos especificos. Esta
eficiencia se traduce directamente en una reduccion significativa de los tiempos de espera para
los usuarios, mejorando su satisfaccion y la confiabilidad en el servicio. Ademas, la comprension
detallada de los patrones de demanda a lo largo del tiempo no solo optimiza las rutas y reduce los
costos operativos, sino que también brinda la flexibilidad necesaria para adaptarse a cambios en
la demanda, garantizando una resiliencia 6ptima ante eventos excepcionales. Este enfoque no
solo contribuye a la eficiencia operativa a corto plazo sino que también proporciona informacion
clave para la toma de decisiones estratégicas a largo plazo, promoviendo la sostenibilidad al

reducir emisiones y congestion.

8. CONCLUSIONES.

e En conclusidn, la investigacion sobre la prediccion de demanda para la ruta T11 mediante
redes neuronales ha proporcionado una vision integral y esclarecedora de los patrones de
movilidad en el sistema de transporte publico. La implementacién exitosa del modelo de red
neuronal ha demostrado ser clave para optimizar la asignacidn de recursos, anticipar eventos
excepcionales y mejorar la experiencia del usuario.

e El andlisis de datos histdricos y en tiempo real fue esencial para comprender la dindmica de
la ruta, también considerar variables como franjas horarias, tipos de dia, contingencias y
condiciones climéticas permitié una evaluacion completa de los factores que influyen en la
demanda. Este enfoque cimentd las bases para una toma de decisiones informada y
estratégica en la gestion del transporte publico.

e La identificacion de patrones de demanda proporcioné una vision detallada de la utilizacion
de la ruta, resaltando picos y valles a lo largo del tiempo, este analisis permitié comprender
la naturaleza cambiante de la demanda, desde los momentos mas intensos hasta las
tendencias a largo plazo. La deteccion temprana de estos patrones es crucial para anticipar
necesidades y optimizar la operacion de manera eficiente.

e Laeleccion de un modelo de red neuronal apropiado fue un componente clave en el éxito de

la investigacion. Si bien se consideraron diversas arquitecturas y técnicas de entrenamiento
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la aqui presentada demostro ser la méas apropiada al ser robusta y precisa en la prediccion de
la demanda.

La evaluacion del impacto de la implementacion del modelo en la operacion y la
planificacion de la ruta ha revelado que al asignar de manera mas eficiente los recursos se
perciben mejoras en la satisfaccion del usuario y la eficiencia operativa general.

Se podria decir que el modelo actual es un buen punto de partida, pero la mejora continua y
la optimizacion son esenciales para abordar variabilidades y garantizar predicciones mas
precisas. Asimismo un enfoque iterativo, con la incorporacion de mas datos y ajustes en la
metodologia, puede fortalecer la utilidad préctica del modelo en la gestion efectiva de la

demanda de pasajeros en la ruta T11 del SITP.
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ANEXOS

e Codigo en Python modelo de red neuronal
import numpy as np
import pandas as pd
import tensorflow as tf
from tensorflow import keras
from sklearn.model_selection import train_test_split
from sklearn.preprocessing import StandardScaler
data = pd.read_csv('datos_entrenamiento.csv')
data_test = pd.read_csv('datos_prueba.csv')
# Preprocesar los datos
X = data.drop('Demanda_Pasajeros', axis=1)
# Caracteristicas
y = data['Demanda_Pasajeros']
# Variable objetivo
# Dividir el conjunto de datos de prueba y validacién
X_train, X_val, y_train, y_val = train_test_split(X, y, test_size=0.2, random_state=42)
# Escalar las caracteristicas para normalizarlas
scaler = StandardScaler()
X_train_scaled = scaler.fit_transform(X_train)

X_val_scaled = scaler.transform(X_val)

# Modelo de red neuronal

model = keras.Sequential([
keras.layers.Dense(64, activation="relu’, input_shape=(X_train_scaled.shape[1],)),
keras.layers.Dense(32, activation="relu"),

keras.layers.Dense(1)

# Capa de salida para la prediccion ])# Compilar el modelo

model.compile(optimizer="'adam’, loss='mean_squared_error’)

# Entrenar el modelo

model.fit(X _train_scaled, y_train, epochs=50, batch_size=32,

validation_data=(X_val_scaled, y_val))

# Evaluar el modelo en datos de prueba
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X_test = data_test.drop('Demanda_Pasajeros’, axis=1)
X_test_scaled = scaler.transform(X_test)
y_test = data_test['Demanda_Pasajeros']

# Evaluar el rendimiento del modelo
loss = model.evaluate(X_test_scaled, y_test)
print("Pérdida en datos de prueba:”, loss)

# Realizar predicciones
predictions = model.predict(X_test scaled)

# Guardar el modelo entrenado

model.save('modelo_prediccion_demanda.h5")

e Codigo en Python andlisis estadistico
import numpy as np
from sklearn.metrics import mean_absolute_error, mean_squared_error, r2_score (42)
dias_semana = ["Lunes", "Martes", "Miércoles", "Jueves", "Viernes", "Sabado", "Domingo"]
demanda_real = (1000000, 500000, size=(7, 24)) # Demanda real por hora para cada dia de la
semana
demanda_predicha = demanda_real + np.random.normal(0, 50000, size=(7, 24)) #Afadir ruido a
las predicciones
# Medidas de tendencia central y dispersién
media_real = np.mean(demanda_real)
media_predicha = np.mean(demanda_predicha)
std_real = np.std(demanda_real)
std_predicha = np.std(demanda_predicha)
# Correlacion
correlacion = np.corrcoef(demanda_real.flatten(), demanda_predicha.flatten())[0, 1]
# Métricas de evaluacion
mae = mean_absolute_error(demanda_real.flatten(), demanda_predicha.flatten())
mse = mean_squared_error(demanda_real.flatten(), demanda_predicha.flatten())
r2 = r2_score(demanda_real.flatten(), demanda_predicha.flatten())
# Impresion de resultados

print("Medidas de Tendencia Central:")
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print(f"Media de Demanda Real: {media_real:.2f}")
print(f*Media de Demanda Predicha: {media_predicha:.2f}")
print("\nMedidas de Dispersion:")

print(f"Desviacion Estandar de Demanda Real: {std_real:.2f}")
print(f"Desviacion Estandar de Demanda Predicha: {std_predicha:.2f}")
print("\nCorrelacién:")

print(f"Coeficiente de Correlacion: {correlacion:.2f}")
print("\nMétricas de Evaluacion:")

print(f"Error Absoluto Medio (MAE): {mae:.2f}")
print(f"Error Cuadratico Medio (MSE): {mse:.2f}")
print(f"Coeficiente de Determinacion (R?): {r2:.2f}")
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